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学习目标

◼ 解释词索引、嵌入查表与神经预测怎样联系，说明同一预测损失怎样作用于表示和预

测参数

◼ 辨认CBOW／Skip-gram的预测方向，按学习信号与表示组成比较Word2vec、GloVe

和fastText，区分词向量任务与完整语言模型

◼ 在完整说明支持下跟踪RNN的输入、状态、下一目标与续写，区分静态输入和上下文

表示，说明固定窗口与递归状态的限制



1 词嵌入与相似性

词索引怎样取得可学习向量，向量之间的相似性又怎样衡量？
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从独热表示到词嵌入

本讲连接两个问题：词项怎样获得可学习表示？模型怎样利用这些表示和历史预测下一词？向量是否有

用，要看它怎样帮助预测学习。

独热表示准确编码词项身份，但不同词的独热向量两两正交，直接余弦都为0，无法表达不同程度的词

间关系。

tea：索引6
独热 𝜹(6)

仅第6项为1

可学习映射
𝑬⊤

稠密输入
𝒆(tea)

保留词项身份 允许向量关系由数据和目标学习

词嵌入以可训练向量表示词项。预测学习可以调整向量之间的关系；独热向量仍可作为线性选择的输

入，索引数值的远近不决定嵌入之间的关系。



5

词索引与嵌入查表

同一词项总是选择共享表中的同一行。两列是表示维度；全部数值与特殊词零向量均为人工约定。

共享参数表 𝑬 ∈ ℝ8×2

1    BOS    0 0

2    PAD    0 0

3    I    1 0

4    you    −1,0

5    like    0 1

6    tea    1 1

7    coffee    1, −1

8    EOS    0 0

tea：索引6
取得第6行并转置

𝒆 = (1,1)⊤

独热列𝜹6 ∈ ℝ
8

𝒆 = 𝑬⊤𝜹6
(2×8)(8×1) = 2×1

索引查表与独热线性选择等价，实现时无须展开独热向量。实际模型的嵌入参数由训练确定，下一词预

测可以提供学习信号。
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余弦相似度：人工二维向量示例

余弦相似度比较同维非零向量的方向：𝑐𝑜𝑠(𝒂, 𝒃) = 𝒂⊤𝒃/(‖𝒂‖2‖𝒃‖2)。

-1
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0 1

1

I

tea

coffee

图中I与tea的余弦为 Τ1 2，说明向量方向可以比较。人工方向不证明真实词义；零向量不参与余弦比

较。下一单元说明预测任务怎样训练这些向量。



2 前馈语言模型与共同学习

固定窗口怎样预测下一词，同一预测损失怎样共同学习词表示和模型参数？
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离散历史组合很多，未见组合也需要概率估计。两类模型都保留有限窗口，但共享信息的方式不同。

一个样本更新共享参数，就会影响其他历史的预测。相近表示提供统计联系，但不保证不同历史获得相

近预测。

统计n-gram与神经语言模型的泛化机制

比较维度 统计n-gram模型 前馈神经语言模型

历史输入 离散词组合 按位置组合词嵌入

参数组织 上下文计数与概率估计 共享嵌入与预测网络

泛化机制 平滑、插值与回退 连续表示与共享映射

历史范围 有限窗口 仍是有限窗口
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前馈语言模型的下一词预测

前馈神经语言模型按位置组合固定历史窗口。这里读完I like，𝑘 = 2，目标为tea。

I：索引3

like：索引5

𝒆(I) = (1,0)⊤

𝒆(like) = (0,1)⊤

同一输入表
𝑬

按位置拼接
𝒄2 = (1,0,0,1)⊤

隐藏变换
𝒉2 = 𝜙(𝑾ℎ𝒄2 + 𝒃ℎ)

词表得分
𝒛2 = 𝑾𝑜𝒉2 + 𝒃𝑜

允许类别上的分布
𝒑2 = 𝑠𝑜𝑓𝑡𝑚𝑎𝑥𝒱pred(𝒛2)

交换为like I时，拼接变成 0,1,1,0 ⊤，顺序不同。𝒄2 ∈ ℝ
4、𝒉2 ∈ ℝ

𝑚、𝒛2, 𝒑2 ∈ ℝ
8；权重形状为𝑚×4与

8×𝑚。Softmax仅在允许候选上归一化，BOS／PAD置0，EOS保留。
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Bengio神经语言模型的原始结构

◼ 共享表C对应本讲E；向

量按位置拼接，经tanh与

词表输出。

◼ 绿色虚线为可选直连；

本讲采用无直连形式。

◼ 词特征与预测网络由同

一目标共同训练。

Bengio等（2003）Fig.1
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下一词概率与负对数似然损失

固定历史I like，候选依次为I、you、like、tea、coffee、EOS。以下得分均为人工指定。

得分
0 0 0 ln2 0 0

逐项取指数
1 1 1 2 1 1

除以总和7

(1,1,1,2,1,1)/7

真实目标𝑥3 = tea 选择𝑝2,tea = 2/7 ℓ3 = −ln(2/7) ≈ 1.2528

𝑝2,𝑖 = exp(𝑧2,𝑖)/෌𝑟∈𝒱pred
exp( 𝑧2,𝑟)。目标来自样本；ℓ3 = −ln𝑝𝜃(𝑥3 ∣ 𝑥0:2)，是单目标损失。读入𝑡 = 2

后预测𝑗 = 3；BOS／PAD排除，EOS保留。
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词嵌入与预测参数的共同学习

实线表示前向计算依赖，虚线表示这个损失向可训练参数提供的梯度信号。

当前输入 I like
查表与拼接

𝒄2

预测网络
𝒉2, 𝒛2

分布
𝒑2

损失
ℓ3

真实目标 tea

输入表𝑬
本次查I、like两行

隐藏层参数
输出层𝑾𝑜, 𝒃𝑜

本例输入表与输出权重不绑定。该样本损失只通过查表路径影响E的I、like行，tea仅作目标，不直接更

新E的tea行；输出分类参数也收到梯度。训练目标驱动所用表示与预测参数朝降低预测损失的方向优

化，同一输入行跨样本复用。冻结或零梯度时可不变。



3 词向量学习方法

Word2vec、GloVe和fastText分别利用什么学习信号，又怎样组成词表示？
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Skip-gram的邻词预测任务

下一词LM以I like预测tea，只使用已读前缀。当前任务是学习可复用词向量：以like预测左右邻词I、
tea。

Word2vec用局部预测提供表示学习信号。分布假设联系词的意义、功能与使用语境，邻近出现的词不

因此同义。

词级序列：I   like   tea

中心词 like

输入𝒆(like)
左邻词 I 右邻词 tea

两个样本：(like, I)；(like, tea)

Skip-gram由中心词预测左右窗口内的邻词。本例半径为1，两个样本共同使用like的输入表示；语料中

的许多窗口提供学习信号。一个窗口只能说明样本关系，不能证明学得语义效果。
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Skip-gram的输入与输出嵌入

E描述中心词，U为候选邻词评分，两表承担不同职责。图仅画I与tea，其他候选省略；同一词在两表可

有不同向量。

中心词 like

输入表𝑬：中心词表示
选择like行
𝒆(like)

输出表𝑼：候选评分
候选I：𝒖I

候选tea：𝒖tea

每个候选的点积
𝑠(𝑐, 𝑜) = 𝒖𝑜

⊤𝒆(𝑐)
候选得分／分布

用于I或tea目标损失

两表均有𝑉行、𝑑列，每行转置后得到𝑑维列向量。这里用完整Softmax解释𝑝𝜃(𝑜 ∣ 𝑐) ∝ exp(𝑠(𝑐, 𝑜))的参

数职责；不展开实际训练近似。默认不绑定E与U，提取输入表、输出表或组合时须说明选择；U未填入

任何虚构训练数值。
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词向量任务与语言模型的预测条件

这些任务都预测词，但使用的条件和预测目标不同。

CBOW Skip-gram 因果前馈LM

I与tea的输入向量

无序平均
𝒒 = (𝒆𝐼 + 𝒆𝑡𝑒𝑎)/2

目标：like

中心词like

同一中心输入

目标：左I、右tea

有序历史I like

仅依赖可见历史

下一目标：tea

连续词袋模型（CBOW）聚合语境预测中心词，平均不保留窗口内顺序。CBOW／Skip-gram的左右窗

口任务服务表示学习；完整LM还须把历史条件分布与起止事件衔接。词向量可供其他任务复用，局部目

标或负采样打分不能直接当整句概率。
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Word2vec原始结构：CBOW与Skip-gram

◼ CBOW由左右语境预测

中心词；Skip-gram方向

相反。

◼ 原图求和，本讲取平

均；二者均不保留顺

序，尺度不同。

◼ 多条输出线是邻词预测

任务，不是顺序生成。

Mikolov等（2013）Fig.1
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同一语境词对ice与steam的关联强弱，可以通过共现概率比比较。令𝑃(𝑘 ∣ 𝑖) = 𝐶𝑖𝑘/σ𝑟 𝐶𝑖𝑟，这里的条件

是中心词，不是句子前缀。

对数把概率比转为差值，GloVe用词向量差与语境向量的内积表达这种关系。归一化的行总量项可由偏

置吸收，最终用内积与偏置拟合对数计数。

GloVe的设计动机：共现概率比

探查语境词k ice与steam的关系对照 𝑃(𝑘 ∣ ice)/𝑃(𝑘 ∣ steam)

solid 更偏向ice 远大于1

gas 更偏向steam 远小于1

water 与两者都有关 接近1
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GloVe的共现统计与向量拟合

共现概率比提示应保留词与不同语境的关系。GloVe将跨语料汇总的共现计数转为向量拟合约束；下面

两句按词切分，左右半径1、等权、不跨句。

I like tea

I like coffee

左右半径1、不跨句
有向邻接累积到C

𝑪：行是中心词i，列是语境词j

选取𝐶like,I = 2

对数拟合目标：ln2

𝒘𝑖
⊤𝒘
~

𝑗 + 𝑏𝑖 + 𝑏
~

𝑗 ≈ ln𝐶𝑖𝑗(𝐶𝑖𝑗 > 0)

I like tea coffee

I 0 2 0 0

like 2 0 1 1

tea 0 1 0 0

coffee 0 1 0 0

𝐶𝑖𝑗为共现次数，𝒘𝑖 , 𝒘
~

𝑗为词侧、语境侧向量，𝑏𝑖 , 𝑏
~

𝑗为偏置。例如like–I计数2，拟合目标为ln2；like–tea

计数1，目标为0。零计数不取对数，拟合并非每项精确相等；本讲不推加权损失。



20

fastText的字符片段与整词表示

逐词查表为不同拼写设置独立参数，无法直接共享词内部结构。fastText加入字符片段共享；where与
there加首尾边界符，此处仅显示三元组。

where → <where>

<wh

𝒂1

whe

𝒂2

her

共享𝒂her

ere

𝒂ere

re>

𝒂 ൐re

<where>

𝒂6

where求和：𝒆(𝑤) =෍
𝑔∈𝒢(𝑤)

𝒂𝑔

there也复用
琥珀片段参数

there：<th、the、her、ere、re>＋整词；琥珀标出两词共享的片段参数

where与there共同训练her、ere、re>片段参数，各自整词项独立；各项向量求和。her片段与整词

<her>不同。未见词可组合可用片段，质量仍需评价；固定拼写的输入不含句子语境。
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三种方法可以从学习信号和表示组成两个维度比较：前者说明训练依据，后者说明参数组成与共享。

fastText可沿用Word2vec的局部预测路线。共现的“全局”指跨语料汇总；三者不构成性能升级链，也

不直接等于完整因果LM。

词向量方法的学习信号与表示组成

方法 核心设计 主要作用 主要边界

Word2vec 局部预测；逐词表示 从语境预测学习词向量 静态词项表示

GloVe 汇总共现；逐词表示 用聚合统计约束词向量 静态词项表示

fastText 局部预测；字符片段共享 复用词内结构，组合未见词 不直接建模句子历史



4 递归语言模型与上下文表示

递归状态怎样利用早期历史，形成随上下文变化的表示？
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固定窗口的历史截断

The keys to the cabinet后续接are，The key to the cabinet后续接is。按词切分，两条前缀的末两词相

同，主语的单复数却不同。

窗口外：不进入当前预测 仅保留末两词

A：The keys to

主语复数

B：The key to

主语单数

the cabinet

相同有序输入

the cabinet

相同有序输入

同一模型、同一参数
必然给出相同下一词分布
无法按主语区分are／is

预测需求：A续接are，B续接is；决定区别的keys／key已被窗口舍弃

这是独立于8词人工表的语言依赖示例，只比较此处的语法续接。增大窗口可覆盖本例，但任意固定长

度仍会截断更早输入。下一页用递归状态传递历史信息；RNN提供利用路径，不保证学会长期依赖。
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RNN语言模型的状态递推

RNN语言模型让当前嵌入与此前状态共同形成新状态：𝒉𝑡 = 𝜙(𝑾𝑒𝒆𝑡 +𝑾𝑟𝒉𝑡−1 + 𝒃ℎ)。读cabinet时，

此前状态可携带keys／key的信息。

查表：𝒆𝑡 = 𝑬𝑥𝑡,:
⊤

此前状态𝒉𝑡−1
状态更新𝑓𝜃

产生𝒉𝑡

输出映射＋归一化
𝒛𝑡 = 𝑾𝑜𝒉𝑡 + 𝒃𝑜

𝒑𝑡 = 𝑠𝑜𝑓𝑡𝑚𝑎𝑥𝒱pred(𝒛𝑡)

𝑾𝑒：当前输入变换
𝑾𝑟：历史状态变换

𝑾𝑒 ∈ ℝ
𝑚×𝑑、𝑾𝑟 ∈ ℝ

𝑚×𝑚、𝑾𝑜 ∈ ℝ
𝑉×𝑚。参数跨位置共享，状态是依赖前缀的激活；递归提供历史影

响路径，但不保证无损保留全部历史。
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RNN时间展开与预测目标对齐

I like tea沿时间展开：青绿为状态，紫色为词表分布，琥珀为真实下一词。在当前预测位置，真实下一

词用于选取目标概率并计算损失。

𝑥0=BOS

经共享E查表

同一𝑓𝜃
产生𝒉0

分布𝒑0

𝑥1=I

经共享E查表

同一𝑓𝜃
产生𝒉1

分布𝒑1

𝑥2=like

经共享E查表

同一𝑓𝜃
产生𝒉2

分布𝒑2

𝑥3=tea

经共享E查表

同一𝑓𝜃
产生𝒉3

分布𝒑3

真实𝑥1=I 真实𝑥2=like 真实𝑥3=tea 真实𝑥4=EOS

𝐿(𝜃) = −
1

4
෍

𝑗=1

4

ln 𝑝𝜃(𝑥𝑗 ∣ 𝑥0:𝑗−1)

𝒉2尚未读tea；真实𝑥3 = tea从𝒑2选择分量计算损失。四目标含EOS，排除BOS／PAD；𝑗 = 𝑡 + 1。
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RNN训练与续写的输入来源

同一个RNN给出紫色分布：训练用琥珀真实词，续写反馈绿色策略选词。分布、真实目标与选词结果分

别标明。

训练这条已知样本 续写

真实前缀 I like 同一RNN分布

真实下一词 tea
用于当前损失；
也作下一输入

当前前缀 I like 同一RNN分布

策略选出的token

如coffee

下一次输入coffee

更新后续状态

训练用真实tea计算损失并提供下一输入；续写若选出coffee，下一次状态更新就使用coffee。分布、真

实目标与策略选词是不同对象；选到EOS时停止，具体策略留给第3讲。
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同一词的静态嵌入与上下文状态

此处固定读完like的观察点。序列A为I like tea，序列B为you like tea；两者使用相同参数和同一like行。

BOS → I

BOS → you

此前𝒉1
𝐴

此前𝒉1
𝐵

同一like输入
𝒆2 = (0,1)⊤

𝒉2
𝐴 = 𝑓𝜃(𝒆2, 𝒉1

𝐴)

𝒉2
𝐵 = 𝑓𝜃(𝒆2, 𝒉1

𝐵)

静态嵌入是词项级共享参数，训练时仍可更新；RNN隐藏状态是依赖已读前缀的动态激活。同一like输

入可对应不同状态，但不保证数值必然不同。当前状态未读tea，也不能等同于双向上下文模型的词表

示。
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输入表示与历史建模的组合

输入表示的组成与历史建模方式可以分别选择并组合。下表列出可采用的结构组合，不表示某次训练的

实验结果。

输入表示的组成 历史利用方式

逐词查表的静态嵌入

词内片段组合的静态输入

固定窗口：显式截取有序历史 递归状态：压缩已读前缀

可组合 可组合

可组合 可组合

静态词表示可作为上下文网络的输入；fastText改变词内表示的组成，RNN通过状态传递前缀信息。固

定窗口舍弃更早输入，递归状态允许其影响预测，但不保证无损记忆。
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本讲总结

词表示与历史建模共同服务于下一词预测。

◼ 通过共享嵌入表取得输入向量，用同一预测损失共同训练嵌入与网络参数

◼ Word2vec用局部预测，GloVe拟合汇总共现，fastText共享字符片段

◼ 固定窗口截取后缀，RNN递归状态为更早前缀影响预测提供路径

已有下一词分布后，怎样在给定条件下生成完整序列？第3讲将连接条件输入、逐步反馈与选词策略。
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