
06 Logistic回归与最大熵模型

从线性证据到条件概率
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本讲学习目标

◼ 解释 Logistic 回归从特征、得分、概率到类别的推理，以及对数几率的线性结构

◼ 区分模型、监督目标、梯度与优化器，读懂训练—推理闭环

◼ 用特征变换解释原始空间的非线性边界，区分它与 sigmoid 的作用

◼ 解释熵、约束与条件最大熵，读懂特征加权、指数和归一化的模型形式

◼ 说明最大熵、条件似然、Logistic 与 softmax 的对应条件，认识正则化与求解边界



1 Logistic 概率分类模型

从线性得分建立类别概率，用给定参数完成预测，并解释对数几率与决策边界的线性结构。
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从线性得分到类别概率

感知机按线性得分的符号输出类别。两个不同的正得分都判为正类，类别输出未保留证据强弱

的差别。概率分类保留这种差别，供学习与决策使用。

◼ 把线性证据写成概率关系

•得分可取任意实数，两个类别的概率必须非负且总和为 1

• Logistic 回归让两类概率之比的自然对数——对数几率——随特征线性变化

•同一模型可写成 sigmoid 概率映射，再通过阈值判断类别

◼ 概率输出支持学习与决策

•同样预测为正类的样本，模型给出的正类概率可以不同

•训练评价模型给真实类别的概率；预测按概率与阈值判断类别

Logistic 回归直接建模 𝑃(𝑦 ∣ 𝑥)，属于判别式条件模型。线性对数几率是一种模型选择，概率的

取值要求并不能唯一确定 sigmoid。
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Logistic 回归的预测过程

◼ 输入与参数

•特征向量 𝑥 表示一个样本；二分类标签为

𝑦 ∈ {0,1}，正类为 1

•使用给定的权重 𝑤 和偏置 𝑏完成预测

◼ 线性得分

• 𝑧 = 𝑤𝑇𝑥 + 𝑏，其中 𝑤𝑇𝑥 =෍
𝑗
𝑤𝑗 𝑥𝑗

◼ 分类决策

•以 𝜏为阈值：𝑝(𝑥) ≥ 𝜏预测为 1，否则预

测为 0；本讲取 𝜏 = 0.5

◼ 条件类别概率

• 𝑝(𝑥) = 𝑃(𝑌 = 1 ∣ 𝑋 = 𝑥) = 𝜎(𝑧) =
1

1+exp(−𝑧)

•正类概率位于 0 1 ，负类概率为 1 − 𝑝(𝑥)

• sigmoid 单调递增：得分越大，正类概率

越高

• 𝑧 = 0时 𝑝 = 0.5，𝑧 > 0时 𝑝 > 0.5，𝑧 < 0

时 𝑝 < 0.5

输入特征 𝑥 线性得分 𝑧 正类概率 𝑝(𝑥) 阈值判断／类别
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Logistic 回归的预测示例

◼ 输入与参数

• 𝑥 = (2,1)，𝑤 = (1,−1)，𝑏 = 0

◼ 计算线性得分

• 𝑧 = 𝑤𝑇𝑥 + 𝑏 = 1×2 + (−1)×1 = 1

◼ 计算正类概率

• 𝑝(𝑥) = 𝜎(1) ≈ 0.731

◼ 判断类别

•取 𝜏 = 0.5，因为 0.731 > 0.5，所以 ො𝑦 = 1

◼ 结果含义：得分是特征的加权结果，概率是模型的条件预测，类别由阈值决定

本例参数为教学构造，该样本的真实类别未知。
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对数几率与线性得分

sigmoid 形式用于计算类别概率。对数几率形式表达同一个模型，说明它的线性结构及概率阈值

对应的决策边界。

◼ 对数几率连接线性得分

•正类几率 𝑝/(1 − 𝑝)是正类概率与负类概率之比

•对数几率是几率的自然对数

•由 𝑝 = 𝜎(𝑧)得到 𝑝/(1 − 𝑝) = 𝑒𝑧，因此

log
𝑝(𝑥)

1−𝑝(𝑥)
= 𝑧 = 𝑤𝑇𝑥 + 𝑏

•对数作用于两类概率之比；输入特征通过加权和与偏置决定对数几率，因此对数几率关于输

入特征呈线性关系
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概率阈值与线性决策边界

◼ 概率阈值确定决策边界

•阈值为 0.5时，临界概率 𝑝 = 0.5对应得分

𝑧 = 0

•因此，输入空间中的边界满足 𝑤𝑇𝑥 + 𝑏 =

0

•当 𝑤 ≠ 0时，二维输入上的边界是一条直

线

◼ 概率曲线与决策边界

• S 形曲线位于得分—概率坐标中，说明得

分怎样转成概率

•直线位于输入空间中，表示得分为零的输

入；边界形状由得分函数决定

得分—概率坐标：𝑝 = 𝜎(𝑧)

0.5

𝑧 = 0 𝑧

𝑥1

𝑥2 输入空间：𝑤𝑇𝑥 + 𝑏 = 0



2 损失与参数学习

用真实标签评价预测概率，将损失汇成训练目标，再利用梯度调整参数，区分训练与预测的职

责。
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Logistic 回归参数学习的基本思路

上一例用给定参数完成预测。训练数据提供真实标签，可用于评价模型分配的类别概率，并指

导参数调整；这种标签反馈形成训练目标。

◼ 计算概率：使用当前的 𝑤, 𝑏，计算训练样本的类别概率

◼ 评价参数：根据预测概率与真实标签计算损失，将样本损失取平均并加入正则

化，形成目标函数

◼ 调整参数：优化器利用目标的变化信息调整参数，再重新计算概率和目标值

当前参数 计算训练概率 结合标签评价 调整参数
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用交叉熵损失评价真实类别的预测概率

真实标签固定为 𝑦 = 1时，𝑝 = 0.49与 𝑝 = 0.01在阈值 0.5下都预测错误，但模型给真实类别

的概率不同。学习应提高模型给真实类别的概率，而不只统计类别是否判错。

◼ 先评价已观察类别的概率

•取真实类别的模型概率，损失为 −log𝑃(𝑦𝑡𝑟𝑢𝑒 ∣ 𝑥)

•真实类别概率越低，负对数损失越大；二分类按真实标签选取正类或负类概率

◼ 用交叉熵精确表达同一评价

• 𝑄 为标签分布：已观察类别取 1，其余取 0，称为 one-hot；𝑃为模型输出分布

•交叉熵：𝐻(𝑄, 𝑃) = −෌
𝑦
𝑄(𝑦)log𝑃(𝑦)

• one-hot 使求和只保留已观察类别，得到上面的真实类概率负对数

◼ 符号与约定：𝑦遍历类别；log为自然对数
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二元交叉熵损失的计算示例

◼ 单样本二元交叉熵

•根据真实标签，评价模型给该标签分配的概率

• ℓ = −[𝑦log𝑝 + (1 − 𝑦)log(1 − 𝑝)]

•当 𝑦 = 1时保留 −log𝑝；当 𝑦 = 0时保留 −log(1 − 𝑝)

另取一组独立计算例子：真实标签固定为 𝑦 = 1，比较两种预测概率。

正类概率 损失计算 解释

𝑝 = 0.9 ℓ = −log(0.9) ≈ 0.105 给真实类别较高概率，损失较小

𝑝 = 0.1 ℓ = −log(0.1) ≈ 2.303 给真实类别较低概率，损失较大

训练推动模型提高真实标签的条件概率。两种标签分支遵循同一评价原则。
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Logistic 回归的训练目标

参数改变预测概率，进而影响目标值。训练最小化 𝐽(𝑤, 𝑏)。

◼ 平均监督目标：训练集有 𝑁 个样本 𝑥𝑖 𝑦𝑖 ，𝑦𝑖 ∈ {0,1}

• 𝑧𝑖 = 𝑤𝑇𝑥𝑖 + 𝑏, 𝑝𝑖 = 𝜎(𝑧𝑖)

• 𝐽(𝑤, 𝑏) = −
1

𝑁
෌

𝑖=1

𝑁
[ 𝑦𝑖log𝑝𝑖 + (1 − 𝑦𝑖)log(1 − 𝑝𝑖)] +

𝛼

2
𝑤 2

2

• 𝛼 ≥ 0是正则化强度， 𝑤 2
2 为权重平方和；本讲不惩罚偏置 𝑏

•正则化限制过大的权重，缓解过拟合并改善稳定性

•单样本损失为 ℓ𝑖 = −log𝑃(𝑌 = 𝑦𝑖 ∣ 𝑋 = 𝑥𝑖)；按独立样本建模，训练标签的条件概率相乘形成

条件似然

•取负对数使乘积变为损失求和；不加正则化时，求和或平均的最小化都对应最大条件似然
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Logistic 回归的残差与梯度

前页已定义训练目标。梯度用概率与标签的残差，描述参数的局部变化对目标的影响。

◼ 梯度与残差：梯度表示目标随参数的局部变化

• 𝛻𝑤𝐽 =
1

𝑁
෌

𝑖=1

𝑁
( 𝑝𝑖 − 𝑦𝑖)𝑥𝑖 + 𝛼𝑤,

𝜕𝐽

𝜕𝑏
=

1

𝑁
෌

𝑖=1

𝑁
( 𝑝𝑖 − 𝑦𝑖)

• 𝑝𝑖 − 𝑦𝑖 是概率与 0/1 标签的残差：正类标签时为 𝑝𝑖 − 1 < 0，负类标签时为 𝑝𝑖 > 0。𝑥𝑖 将残

差转换为各权重的样本贡献，汇总后用于计算同一训练目标的梯度

•某个参数的偏导数为正时，小幅增大该参数会使目标局部增大；偏导数为负时，目标局部减

小。优化器据此寻找降低目标的参数
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Logistic 回归的训练与预测对比

训练与预测共用概率模型；输入信息、参数处理和输出各有不同。

比较项 训练 预测

输入信息 带标签样本 𝑥𝑖 𝑦𝑖 ，真实标签用于计算损失 新样本 𝑥，真实标签未知

参数处理 计算概率与损失，优化器更新 𝑤, 𝑏并重复 固定训练后的 𝑤, 𝑏，计算得分与概率

输出结果 学到的一组模型参数
样本的类别概率，以及通过阈值得到的预测类

别



3 Logistic 回归的特征表示与非线性边界

以中心类与外围类说明原始表示的直线限制，用半径平方特征建立阈值，再映回原空间的圆形

边界。
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直线无法分开本例的中心类与外围类

原始二维坐标下，Logistic 回归调整参数仍只能移动或旋转直线边界。

◼ 原坐标的表示限制

•特征为 𝑥1 𝑥2 ，边界满足 𝑤1𝑥1 + 𝑤2𝑥2 +

𝑏 = 0

•当 𝑤1, 𝑤2 不同时为零时，边界是一条直线

•本例中心类靠近原点，外围类分布在环带

•直线无法完全分开两类，封闭边界可以围

住中心区域

两类样本按离原点远近区分。将这种几何关系作为特征，才能改变当前直线表示的限制。
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半径平方特征与一维阈值分类

二维坐标映射为半径平方特征。

◼ 半径平方特征

• 𝑟2 = 𝑥1
2 + 𝑥2

2

•数值越小越靠近原点，越大越远离原点

◼ 同一批样本在新特征轴上的位置

•中心点：0.365至 0.3725；外围点：

4.2125至 4.645

原始二维位置

𝑟2 = 𝑥1
2 + 𝑥2

2

变换后的一维位置

示意 𝑐 = 1.10250 5

◼ 使用新特征的 Logistic 回归

•得分 𝑧 = 𝑤𝑟2 + 𝑏关于新特征线性，sigmoid 将得分转为类别概率

•本例提供半径平方特征，模型学习权重 𝑤 与偏置 𝑏，形成轴上阈值
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线性阈值在原始空间中形成圆形边界

同一边界在半径平方轴上是阈值，在原始二维空间中是圆。

◼ 特征轴上的线性阈值

•概率阈值为 0.5，边界满足 𝑤𝑟2 + 𝑏 = 0

◼ 原空间中的圆形边界

•代入 𝑟2 = 𝑥1
2 + 𝑥2

2，得到 𝑥1
2 + 𝑥2

2 = −𝑏/𝑤

• 𝑤 ≠ 0且 −𝑏/𝑤 > 0时，边界是以原点为

圆心的圆

◼ 表示与概率映射的分工

•非线性边界来自特征变换；sigmoid 仍负责

得分到概率的映射

•特征变换改变表达能力，也可能增加过拟

合风险

特征空间：𝑤𝑟2 + 𝑏 = 0 原始空间：𝑥1
2 + 𝑥2

2 = 𝑐



4 条件最大熵的建模与参数学习

从数据约束未唯一确定分布的问题进入最大熵原则，再把特征统计写成约束，连接条件模型与

参数学习。
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类别概率建模的两条路径

共同任务是利用带标签的数据，建立输入 𝑥 到类别概率 𝑃(𝑦 ∣ 𝑥)的模型。

◼ 前面的 Logistic 路径

•先定义从特征得分到类别概率的模型

•再通过训练目标学习参数；特征表示决定

模型能表达怎样的边界

◼ 现在的最大熵路径

•先把训练数据中的输入与类别关系写成特

征约束

•再选择满足这些约束的条件类别分布

◼ 为什么需要选择原则

•多个分布可能满足相同约束，数据提供的信息尚未唯一确定答案

•已知事实应保留；对事实尚未区分的部分，需要避免无依据的额外偏好

•最大熵把这一选择思路写为约束内的熵最大化
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熵衡量概率分布的不确定性

当多个分布满足已知约束时，熵提供比较分布自身不确定性的尺度。

𝐻(𝑃) = −෌
𝑦
𝑃(𝑦)log𝑃(𝑦)

𝑃为结果分布，𝑦遍历结果，log为自然对数，约定 0log0 = 0。

熵将各结果的信息量按概率加权，衡量分布自身的不确定性。

分布 结果的不确定性 熵比较

确定分布（1，0）
一个结果的概率为 1，

结果确定
最低

偏斜分布（0.9，0.1）
一个结果明显占优，仍

有不确定性
较低

均匀分布（0.5，0.5） 两个结果同样可能 最高

1

0.9

0.5 0.5

熵评价分布自身；监督交叉熵用已观察标签评价模型预测。熵高不代表分类更准确。
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最大熵原则：在约束内选择分布

最大熵原则先保留已知信息，再在满足这些信息的分布中选择熵最大的一个。

◼ 约束确定可行集合

•候选分布的概率非负且总和为 1，并满足选定的经验约束

•满足全部约束的分布构成可行集合

◼ 熵用于选择分布

•在可行集合内最大化熵，处理约束尚未确定的部分

•对约束未区分的结果，避免加入额外偏好

◼ 均匀分布的适用情形

•对有限结果集合，只有非负与归一化要求、没有其他区分性约束时，最大熵结果是均匀分布

候选概率分布 满足全部约束 选择最大熵分布
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最大熵分布选择示例

结果为 𝐴 𝐵 𝐶 ：比较无额外约束与 𝑃(𝐴) = 0.5两种情形。

◼ 只有概率非负与归一化要求

•没有信息区分三个结果，最大熵分布为

1/3,1/3,1/3

◼ 加入约束 𝑃(𝐴) = 0.5

•剩余概率满足 𝑃(𝐵) + 𝑃(𝐶) = 0.5；

0.5 0.5 0 与 0.5 0.25 0.25 均可行

•将剩余质量均分给未被区分的 𝐵, 𝐶，熵较

大，选 0.5 0.25 0.25

A, B, C

0.33 0.33 0.33

A, B, C

0.5 0.25 0.25

◼ 两种结果的共同原则

•先满足已知约束，再在约束未确定的部分最大化熵

•给定 𝑃(𝐴) = 0.5后，三类均分已经不满足约束
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经验平均与模型平均描述同一特征关系

训练中观察到的关系，怎样约束概率模型？以下四个构造样本中，固定输入，比较真实标签计

数与模型预计计数。

输入 真实标签 样本数

𝑥 = 1 1,1,0 3

𝑥 = 0 0 1

◼ 特征函数 𝑓1(𝑥, 𝑦)

• 𝑥 = 1表示输入证据出现，𝑦 = 1表示正类

• 𝑓1(𝑥, 𝑦)在 𝑥 = 1, 𝑦 = 1时取 1，否则取 0

◼ 经验平均：数据实际出现多少

•该特征出现两次，𝐸𝑑𝑎𝑡𝑎[𝑓1] = 2/4 = 0.5

◼ 模型平均：模型认为会出现多少

•令 𝑞 = 𝑃(𝑌 = 1 ∣ 𝑥 = 1)，前三个输入各贡

献 𝑞，最后一个贡献 0，因此 𝐸𝑚𝑜𝑑𝑒𝑙[𝑓1] =

3𝑞/4

两种平均使用同一特征，约束要求模型平均匹配经验平均。
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将训练数据中的特征关系写成约束

特征函数 𝑓𝑗(𝑥, 𝑦)描述输入—候选类别关系，区别于输入特征 𝑥。本例的 0/1 函数表示“证据出

现且为正类”，其经验平均提供统计约束。

◼ 经验期望：观察到的统计事实

• 𝐸𝑑𝑎𝑡𝑎[𝑓𝑗] =
1

𝑁
෍

𝑖=1

𝑁

𝑓𝑗 (𝑥𝑖 , 𝑦𝑖)

•按真实标签求特征平均；𝑁为样本数，𝑖为

样本索引，𝑗为特征编号

◼ 模型期望：预测同一统计量

• 𝐸𝑚𝑜𝑑𝑒𝑙[𝑓𝑗] =
1

𝑁
෍

𝑖=1

𝑁

෌
𝑦
𝑃(𝑦 ∣ 𝑥𝑖)𝑓𝑗(𝑥𝑖 , 𝑦)

•对每个训练输入按类别概率加权，再对同

一批输入取平均

◼ 统计约束：匹配整体平均

• 𝐸𝑚𝑜𝑑𝑒𝑙[𝑓𝑗] = 𝐸𝑑𝑎𝑡𝑎[𝑓𝑗]

•四样本中，3𝑞/4 = 0.5得到 𝑞 = 2/3；𝑥 = 0下的概率仍未确定

模型不要求逐样本复制标签，而要求所选统计关系在整体上匹配。
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条件最大熵在可行分布中作选择

𝑥 = 0下正类概率可取 0、 Τ1 2或 1，都满足同一特征约束。

◼ 已知信息：特征期望约束

•模型需满足 𝐸𝑚𝑜𝑑𝑒𝑙[𝑓𝑗] = 𝐸𝑑𝑎𝑡𝑎[𝑓𝑗]

◼ 可行集合：满足约束的条件分布

•对每个 𝑥，要求 𝑃(𝑦 ∣ 𝑥) ≥ 0、

෌
𝑦
𝑃(𝑦 ∣ 𝑥) = 1，并满足全部选定的特征

约束

◼ 本例中的剩余自由度

• 𝑃(𝑌 = 1 ∣ 𝑥 = 1) = 2/3已固定；输入权重

为 Τ3 4与 Τ1 4

•最大熵只选择尚未确定的 𝑥 = 0分布，得

到 𝑃(𝑌 = 1 ∣ 𝑥 = 0) = 𝑃(𝑌 = 0 ∣ 𝑥 = 0) =

1/2

◼ 选择原则：在可行集合内最大化条件熵

•条件熵按固定经验输入频率 𝑃
~

(𝑥)加权各输入下的类别熵

• 𝐻𝑃(𝑌 ∣ 𝑋) = −෍
𝑥
𝑃
~

(𝑥)෌
𝑦
𝑃(𝑦 ∣ 𝑥)log𝑃(𝑦 ∣ 𝑥)
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条件最大熵的解具有对数线性形式

统计约束为特征配置权重，熵的导数产生对数概率，按类别归一化得到概率模型；下面给出这

三项作用的最短数学联系。

◼ 熵与约束构成拉格朗日函数

•拉格朗日乘子 𝜆𝑗 对应特征期望约束；同时

加入归一化约束

◼ 驻点：令概率偏导为零

•熵项导数：对 𝑝 > 0，
𝑑

𝑑𝑝
(−𝑝log𝑝) =

− (1 + log𝑝)

• log𝑃(𝑦 ∣ 𝑥) =෍
𝑗
𝜆𝑗 𝑓𝑗(𝑥, 𝑦) + 𝑐(𝑥)

◼ 指数化并按类别归一化

•定义特征加权得分 𝑠𝜆(𝑥, 𝑦) =

෍
𝑗
𝜆𝑗 𝑓𝑗(𝑥, 𝑦)

• 𝑃𝜆(𝑦 ∣ 𝑥) =
exp(𝑠𝜆(𝑥,𝑦))

𝑍𝜆(𝑥)

• 𝑍𝜆(𝑥) = ෌
𝑦′
exp( 𝑠𝜆(𝑥, 𝑦

′))

• 𝑦′ 遍历全部类别；与类别无关的项 𝑐(𝑥) =

− log𝑍𝜆(𝑥)由归一化确定

适用条件：只覆盖正经验输入频率下的正概率内点；强迫零概率时不能用有限权重表示。
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对数线性模型重现同一约束分布

◼ 同一例子的解

•仅有 𝑓1(𝑥, 𝑦)，取 𝜆1 = log2

• 𝑥 = 1时两类的非归一化权重为 2 和 1，正类概率为 2/(2 + 1) = 2/3

• 𝑥 = 0时两类得分为 0，非归一化权重均为 1，两类概率各为 Τ1 2

同一权重同时解释两种输入：有证据时偏向正类，无证据时两类均分。它重现了前面的约束与最大熵选

择；一般权重可通过条件似然估计。
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条件最大熵与最大条件似然

条件最大熵在分布空间选择分布，最大条件似然在参数空间估计权重。

◼ 分布空间视角：条件最大熵

•给定经验特征约束

•在满足约束的条件分布中选择条件熵最大

的分布

◼ 参数空间视角：最大条件似然

•给定前页的对数线性模型 𝑃𝜆(𝑦 ∣ 𝑥)

•最大化训练标签的条件似然，等价于最小

化平均负条件对数似然

• 𝐽(𝜆) = −
1

𝑁
σ𝑖=1
𝑁 log 𝑃𝜆(𝑦𝑖 ∣ 𝑥𝑖)

◼ 成立条件

•标准条件最大熵设定，相同特征函数、相同经验输入分布、无正则化，并满足前页有限权重

解的适用条件

标准条件下，两种入口对应同一对数线性参数估计问题。
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负对数似然梯度与特征期望差

◼ 当前模型低估特征平均

•同一四样本的经验平均为 𝐸𝑑𝑎𝑡𝑎[𝑓1] = 1/2

•当前取 𝜆1 = 0，已定义的正类概率为 𝑞 =

1/2

•模型平均为 𝐸𝑚𝑜𝑑𝑒𝑙[𝑓1] = 3𝑞/4 = 3/8，低

于经验平均

◼ 最优点的期望匹配与边界

•无正则化且存在有限可微最优点时，零梯

度对应两种期望相等

•加入正则化后，最优点在期望匹配与参数

规模之间折中

◼ 期望差给出学习方向

•
𝜕𝐽

𝜕𝜆𝑗
= 𝐸𝑚𝑜𝑑𝑒𝑙[𝑓𝑗] − 𝐸𝑑𝑎𝑡𝑎[𝑓𝑗]

•本例梯度 3/8 − 1/2 = −1/8，增大 𝜆1 使

目标局部下降

•增大权重提高 𝑞，朝匹配值 Τ2 3调整

•两种期望对同一批输入取平均；𝐽沿用前页

目标



5 共同模型与求解边界

在匹配条件下比较最大熵、softmax 与 Logistic 的共同形式，随后说明数值计算和参数求解的

边界，回收全讲认识。
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二类 softmax 化为得分差的 sigmoid

多类 softmax 按指数得分归一化；二类形式可以改写为两个类别得分之差的 sigmoid。

◼ 多类别 softmax

• 𝑃(𝑌 = 𝑘 ∣ 𝑥) =
exp(𝑠𝑘(𝑥))

෌
𝑐
exp(𝑠𝑐(𝑥))

• 𝑠𝑘(𝑥)是类别 𝑘 的得分，𝑐遍历全部候选类

别

◼ 二分类化简

• 𝑃(𝑌 = 1 ∣ 𝑥) =
exp(𝑠1)

exp(𝑠1)+exp(𝑠0)
= 𝜎(𝑠1 − 𝑠0)

•若 𝑠1(𝑥) − 𝑠0(𝑥) = 𝑤𝑇𝑥 + 𝑏，便得到标准

Logistic 形式

◼ 得分差决定二类概率

•两个得分共同加同一常数不改变概率，二类概率只依赖得分差
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条件最大熵与 Logistic 共享对数线性形式

◼ 最大熵入口

•从经验特征约束和最大条件熵选择分布

◼ 共同模型形式

•特征证据加权形成类别得分

•指数化并按类别归一化得到 𝑃(𝑦 ∣ 𝑥)

◼ Logistic 入口

•从线性对数几率直接定义条件概率模型

最大熵：经验约束

Logistic：线性对数几率

条件对数线性形式

◼ 成立条件

•使用相匹配的条件模型、特征表示和参数

化

•多类形式对应 softmax，二类基准参数化

对应 Logistic 回归

◼ 同一例子的参数对应

•前述四样本示例中 𝑥 ∈ {0,1}，两类得分为

𝜆1𝑥 和 0

•因此 𝑃(𝑌 = 1 ∣ 𝑥) = 𝜎(𝜆1𝑥)，对应 Logistic 

的 𝑤 = 𝜆1 = log2, 𝑏 = 0

• 𝑥 = 1时为 Τ2 3，𝑥 = 0时为 Τ1 2；此对应

固定 𝑏 = 0，另学自由偏置会改变模型与约

束
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二分类 Logistic 回归的稳定损失计算

交叉熵可等价写成得分形式，用于稳定计算，训练目标的含义不变。

◼ 已有监督目标：二分类单样本交叉熵为 ℓ𝑖 = −[𝑦𝑖log𝑝𝑖 + (1 − 𝑦𝑖)log(1 − 𝑝𝑖)]，

其中 𝑦𝑖 ∈ {0,1}、𝑝𝑖 = 𝜎(𝑧𝑖)

◼ 等价的得分形式

• 𝑠𝑜𝑓𝑡𝑝𝑙𝑢𝑠(𝑧) = log(1 + 𝑒𝑧)，ℓ𝑖 = 𝑠𝑜𝑓𝑡𝑝𝑙𝑢𝑠(𝑧𝑖) − 𝑦𝑖𝑧𝑖

• logits 指概率的对数几率，在当前模型中即得分 𝑧𝑖 = 𝑤𝑇𝑥𝑖 + 𝑏

◼ 稳定计算的用途

•实际计算使用库提供的稳定 logits 损失；直接计算指数仍可能溢出

•等价计算保持已有数据集监督目标、正则化约定和学习含义
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优化方法、有限解与停止条件

训练目标已确定，优化方法负责搜索参数；有限解的存在性与迭代的停止条件需分别判断。

◼ 优化方法使用的信息

•梯度下降使用一阶梯度

•牛顿法使用梯度与 Hessian，Hessian 表

示目标的二阶变化

•拟牛顿法根据迭代信息近似曲率

◼ 优化问题的理论边界

•二分类线性 Logistic 回归的负对数似然是

凸函数，加入 𝐿2 正则化后仍为凸优化问题

•数据完全线性可分且无正则化时，参数可

能不断增大，有限极大似然解可能不存在

•凸性不保证有限最优参数存在

◼ 工程停止条件

•目标下降量、梯度范数、参数更新量或最大迭代次数，可作为停止依据

•满足停止条件表示迭代结束，不自动证明已得到最优参数

优化器决定如何搜索参数，不改变概率模型本身。
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本讲总结：Logistic 回归与最大熵模型

◼ Logistic 回归的预测：线性得分经
sigmoid 转为概率，再按阈值判类；

对数几率线性

◼ 监督目标与参数学习：平均交叉熵评

价真实类概率，可加正则化；优化器

利用梯度的局部变化信息迭代寻参

◼ 特征变换与非线性边界：特征变换改

变原空间的边界形状；sigmoid 负责

得分到概率的映射

◼ 条件最大熵的建模与学习：保留经验

特征约束并最大化条件熵；对数线性

模型通过条件似然学习参数

•适用条件：标准模型、无正则化、有限可

微最优点

•在该最优点，梯度为零对应模型与经验特

征期望相等

◼ 两类模型的形式联系：条件模型、特

征与参数化相匹配时，共享对数线性

形式；多类对应 softmax，二类化为
sigmoid

求解边界：稳定计算、正则化与停止条件限定求解；模型、数据与目标决定有限解是否存在。
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   E  m o d e l [  f j ] =  1 N   ∑  i = 1 N    ∑ y  P ( y ∣  x i )  f j (  x i , y )


   E  m o d e l [  f j ] =  E  d a t a [  f j ]


  3 q / 4 = 0 . 5


  q = 2 / 3


  x = 0


  x = 0


  0


   1 / 2


  1


   E  m o d e l [  f j ] =  E  d a t a [  f j ]


  x


  P ( y ∣ x ) ≥ 0


    ∑ y  P ( y ∣ x ) = 1


  P ( Y = 1 ∣ x = 1 ) = 2 / 3


   3 / 4


   1 / 4


  x = 0


  P ( Y = 1 ∣ x = 0 ) = P ( Y = 0 ∣ x = 0 ) = 1 / 2


   P ~ ( x )


   H P ( Y ∣ X ) = −   ∑ x   P ~ ( x )   ∑ y  P ( y ∣ x ) log P ( y ∣ x )


   𝜆 j


  p > 0


   d  d p ( − p log p ) = − ( 1 + log p )


  log P ( y ∣ x ) =   ∑ j   𝜆 j  f j ( x , y ) + c ( x )


   s 𝜆 ( x , y ) =   ∑ j   𝜆 j  f j ( x , y )


   P 𝜆 ( y ∣ x ) =   exp (  s 𝜆 ( x , y ) )   Z 𝜆 ( x )


   Z 𝜆 ( x ) =   ∑   y ′  exp (  s 𝜆 ( x ,  y ′ ) )


   y ′


  c ( x ) = − log  Z 𝜆 ( x )


   f 1 ( x , y )


   𝜆 1 = log 2


  x = 1


  2 / ( 2 + 1 ) = 2 / 3


  x = 0


   1 / 2


   P 𝜆 ( y ∣ x )


  J ( 𝜆 ) = −  1 N   ∑  i = 1 N log  P 𝜆 (  y i ∣  x i )


   E  d a t a [  f 1 ] = 1 / 2


   𝜆 1 = 0


  q = 1 / 2


   E  m o d e l [  f 1 ] = 3 q / 4 = 3 / 8


    𝜕 J  𝜕  𝜆 j =  E  m o d e l [  f j ] −  E  d a t a [  f j ]


  3 / 8 − 1 / 2 = − 1 / 8


   𝜆 1


  q


   2 / 3


  J


  P ( Y = k ∣ x ) =   exp (  s k ( x ) )    ∑ c  exp (  s c ( x ) )


   s k ( x )


  k


  c


  P ( Y = 1 ∣ x ) =   exp (  s 1 )  exp (  s 1 ) + exp (  s 0 ) = 𝜎 (  s 1 −  s 0 )


   s 1 ( x ) −  s 0 ( x ) =  w T x + b


  P ( y ∣ x )


  x ∈ { 0 , 1 }


   𝜆 1 x


  P ( Y = 1 ∣ x ) = 𝜎 (  𝜆 1 x )


  w =  𝜆 1 = log 2 , b = 0


  x = 1


   2 / 3


  x = 0


   1 / 2


  b = 0


   ℓ i = − [  y i log  p i + ( 1 −  y i ) log ( 1 −  p i ) ]


   y i ∈ { 0 , 1 }


   p i = 𝜎 (  z i )


  s o f t p l u s ( z ) = log ( 1 +  e z )


   ℓ i = s o f t p l u s (  z i ) −  y i  z i


   z i =  w T  x i + b


   L 2

