
04 贝叶斯分类器

从概率更新到分类决策
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学习目标

◼ 解释概率表示与证据更新

•说明训练频数怎样用于概率估计，以及概率怎样表达当前信息下的不确定性并支持预测和决策

•解释类别先验、类条件概率、证据与后验的关系，完成一次单一证据更新

◼ 解释并运用朴素贝叶斯分类模型

•解释生成式分类的学习对象与条件独立假设，完成离散朴素贝叶斯训练、推理与归一化

•说明零概率的来源、加一平滑的作用，以及有限数据与模型假设的局限

◼ 区分类别推断、参数学习与分类决策

•区分类别先验与参数先验，比较 MLE、MAP 和完整贝叶斯学习的结果与预测方式

•说明最大后验分类与 0–1 损失的联系，以及错误代价改变时的决策边界



1 概率与贝叶斯更新

区分两个条件方向，用各类别对同一证据的贡献建立贝叶斯更新关系，并完

成一次邮件概率计算
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类条件概率与类别后验的区别

判断含“优惠”的邮件属于垃圾类的概率。课程构造的 10 封邮件中，4 封为垃圾类 𝐺，6 封为

正常类 𝑁；两类中含“优惠”的邮件分别为 4 封和 1 封。

记 𝑂 = 1表示含“优惠”，条件概率竖线右侧是已知条件，左侧是待判断事件。

条件方向 统计范围 所回答的问题

𝑃(𝑂 = 1 ∣ 𝐺) 4 封垃圾邮件 垃圾邮件中多大比例含优惠？

𝑃(𝐺 ∣ 𝑂 = 1) 含优惠的邮件 看到优惠后，多大可能是垃圾邮件？

类内比例 4/4 = 1不能直接作为观察后的类别概率，因为正常邮件也会出现相同特征。

类别判断须结合类别基线与当前特征在各类别下的出现概率。

概率可描述重复现象的规律，也可量化当前信息下的不确定性，为类别比较与决策提供依据。

训练频数用于概率估计；有限样本比例不等于总体真实概率。
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先验、类条件概率、证据与后验

𝑌是类别变量，𝑋是观测特征变量，𝑦, 𝑥是具体取值；𝑃(𝑦 ∣ 𝑥)简写 𝑃(𝑌 = 𝑦 ∣ 𝑋 = 𝑥)。单一证

据例子取 𝑋 = 𝑂, 𝑥 = 1。

对象 含义 对类别判断的作用

类别先验 𝑃(𝑦) 尚未观察当前样本特征时的类别概率 提供类别基线

类条件概率 𝑃(𝑥 ∣ 𝑦) 给定类别后出现当前观测的概率 表示该类别对证据的支持

证据 𝑃(𝑥) 不限定类别时出现当前观测的总概率 汇总所有类别贡献并归一化

类别后验 𝑃(𝑦 ∣ 𝑥) 观察当前特征后的类别概率 分类所需的概率判断

联合概率 𝑃(𝑥, 𝑦)描述特征取值为 𝑥 且类别为 𝑦的同一事件，可连接两个条件方向。
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贝叶斯公式：由联合概率到类别后验

◼ 同一联合事件有两种分解

• 𝑃(𝑥, 𝑦) = 𝑃(𝑥 ∣ 𝑦)𝑃(𝑦) = 𝑃(𝑦 ∣ 𝑥)𝑃(𝑥).

• 𝑃(𝑥 ∣ 𝑦)𝑃(𝑦)是类别 𝑦对当前观测的概率贡献

◼ 当 𝑃(𝑥) > 0时，贝叶斯关系给出类别后验

• 𝑃(𝑦 ∣ 𝑥) =
𝑃(𝑥∣𝑦)𝑃(𝑦)

𝑃(𝑥)
.

◼ 互斥且完备的类别贡献共同构成证据概率

• 𝑃(𝑥) = ෌
𝑐
𝑃(𝑥 ∣ 𝑐)𝑃(𝑐).

•分母汇总各类贡献，使类别后验之和为 1

类别后验同时取决于先验与类条件概率，不能仅凭类条件概率选择类别。
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单一证据下的邮件概率更新

复用同一组邮件计数，只观察 𝑂 = 1。频数模型给出

𝑃(𝐺) = 4/10 = 0.4, 𝑃(𝑁) = 6/10 = 0.6, 𝑃(𝑂 = 1 ∣ 𝐺) = 4/4 = 1, 𝑃(𝑂 = 1 ∣ 𝑁) = 1/6.

类别 对优惠证据的贡献

垃圾 𝐺 1×0.4 = 0.4

正常 𝑁 (1/6)×0.6 = 0.1

𝑃(𝑂 = 1) = 0.4 + 0.1 = 0.5, 𝑃(𝐺 ∣ 𝑂 = 1) =
0.4

0.5
= 0.8.

观察“优惠”后，垃圾类后验高于先验，正常类后验仍为 0.2。两类贡献共同决定后验，因此类

条件概率为 1 时，类别后验仍可能小于 1。



2 朴素贝叶斯分类

用条件独立假设建立朴素贝叶斯模型，从邮件计数估计概率，再完成分类与

平滑重算；区分概率推断与损失条件下的类别选择
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生成式分类的训练与推理

前面只使用“优惠”这一证据。要同时利用“会议”和“附件”等特征，需要建立可从数据学习的多特

征概率模型。

记 𝑋 = (𝑂,𝑀, 𝐴)为三个二值特征，依次表示优惠、会议、附件；1 表示有，0 表示无。𝑥 是当前邮件的

具体特征取值向量。

先学习类别先验与类条件分布，再根据观测推断类别，这一路线称为生成式分类。概率模型描述各类别

下的数据分布。

◼ 训练阶段

•从带标签数据估计类别先验 𝑃(𝑦)

•估计各类别下的特征分布 𝑃(𝑥 ∣ 𝑦)

◼ 推理阶段

•输入新样本的观测特征 𝑥

•用贝叶斯公式计算类别后验 𝑃(𝑦 ∣ 𝑥)

判别方法则直接学习 𝑃(𝑦 ∣ 𝑥)或分类边界。
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条件独立假设与类条件概率分解

三个二值特征有 2×2×2 = 8种组合，一般 𝑑

个二值特征有 2𝑑 种组合。直接估计 𝑃(𝑥 ∣ 𝑦)

需要在每个类别内统计组合，有限数据可能没

有覆盖大量组合。

用结构假设减少待估计的概率，让有限样本集

中支持单特征估计。代价是放弃对类内特征依

赖的表示。

◼ 给定同一类别 𝑌 = 𝑦后，假定特征之

间相互独立

•在该假设下，𝑃(𝑥 ∣ 𝑦) = ැ
𝑗=1

𝑑
𝑃( 𝑥𝑗 ∣ 𝑦)

• 𝑥𝑗 是第 𝑗个特征的观测取值

•本例的特征顺序为优惠、会议、附件

采用这一条件独立结构的生成式分类模型称为

朴素贝叶斯分类器。
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条件独立模型的参数负担与边界

自由参数是可以独立指定的概率数值。对同一类别、同样的 𝑑 个二值特征：

类条件模型 估计对象 每类自由参数数目

联合分布 所有特征组合的概率 2𝑑 − 1：2𝑑 个概率之和为 1

条件独立模型 各单特征取值的概率
𝑑：每个特征只估计取值为 1 的概率，取值为 0 的概率由补概率

得到

参数负担由指数增长降为线性增长；模型同时舍弃类内特征依赖。有限样本下更易估计，来自

这一建模取舍，独立性仍须由任务与数据检验。
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统计训练邮件的类别与特征

在给定类别后的特征条件独立假设下，从邮件计数估计类别先验与各特征的类条件概率，再计

算待分类邮件的类别得分。

类别 样本数 优惠=1 会议=1 附件=1

垃圾 𝐺 4 4 1 0

正常 𝑁 6 1 4 3

◼ 本例沿用课程构造的 10 封邮件，垃圾类记为 𝐺，正常类记为 𝑁；表中统计各

类样本数及类内单特征计数

◼ 二值特征 𝑂,𝑀, 𝐴分别表示优惠、会议、附件；1 表示有，0 表示无

◼ 取值为 0 的计数由类内总数减去取值为 1 的计数得到，如垃圾邮件中会议=0 

的计数为 4 − 1 = 3
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类别先验与类条件概率的频数估计

本例采用极大似然估计（MLE）：选择使已观察训练数据在模型下出现的可能性最大的参数。对当前离

散模型，估计结果为相应的样本频率； ෠𝑃表示估计得到的概率。

◼ 类别先验：在全部训练邮件中统计

• ෠𝑃(𝑦) = 𝑁𝑦/𝑁

• 𝑁是训练样本总数，𝑁𝑦 是类别 𝑦的样本数；用该类样本数除以总样本数，要求 𝑁 > 0

◼ 类条件概率：在指定类别内统计

• ෠𝑃(𝑋𝑗 = 𝑎 ∣ 𝑦) = 𝑁𝑗,𝑎,𝑦/𝑁𝑦

• 𝑁𝑗,𝑎,𝑦 是类别 𝑦中特征 𝑗取值为 𝑎的样本数；分母只计该类样本，要求 𝑁𝑦 > 0
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按待分类邮件的特征读取模型概率

待分类邮件含“优惠”、不含“会议”、带有附件，记为 𝑥 = (𝑂 = 1,𝑀 = 0, 𝐴 = 1)。按当前邮

件的特征取值，从已训练模型中读取以下概率。

类别先验为 ෠𝑃(𝐺) = 4/10、 ෠𝑃(𝑁) = 6/10。

当前邮件的特征取值 垃圾类 𝐺 的类条件概率 正常类 𝑁的类条件概率

优惠 𝑂 = 1 ෠𝑃(𝑂 = 1 ∣ 𝐺) = 4/4 ෠𝑃(𝑂 = 1 ∣ 𝑁) = 1/6

会议 𝑀 = 0 ෠𝑃(𝑀 = 0 ∣ 𝐺) = 3/4 ෠𝑃(𝑀 = 0 ∣ 𝑁) = 2/6

附件 𝐴 = 1 ෠𝑃(𝐴 = 1 ∣ 𝐺) = 0/4 ෠𝑃(𝐴 = 1 ∣ 𝑁) = 3/6
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朴素贝叶斯的类别得分与比较

对同一封邮件 𝑥 = (𝑂 = 1,𝑀 = 0, 𝐴 = 1)，按给定类别后的条件独立假设组合上一页的模型概率

◼ 得分规则：类别先验 × 各特征的类

条件概率

• 𝑠𝑦(𝑥) = ෠𝑃(𝑦)ි

𝑗

𝑃
^

(𝑥𝑗 ∣ 𝑦)

◼ 代入当前邮件所需的概率

•垃圾类：𝑠𝐺(𝑥) =
4

10
×
4

4
×
3

4
×
0

4

•正常类：𝑠𝑁(𝑥) =
6

10
×
1

6
×
2

6
×
3

6

•两条计算链的因子顺序均为类别先验、优

惠、会议、附件

◼ 按 0–1 损失规则选择类别

• 0–1 损失中，预测正确为 0，预测错误为 1

•各类别的误判代价相同

•同一邮件的各类别后验具有共同分母，得

分排序就是后验排序；取 ො𝑦 =

argmax𝑦𝑠𝑦(𝑥)，即选择得分最大的类别

•得分尚未除以共同分母，不能直接作为归

一化后的类别后验概率报告
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一个零计数使整类得分归零

◼ 得分比较与当前预测

• 𝑠𝐺(𝑥) = 0，𝑠𝑁(𝑥) =
1

60

•归一化后，当前模型给出 𝑃(𝐺 ∣ 𝑥) = 0、𝑃(𝑁 ∣ 𝑥) = 1；这些概率来自频数模型，不能保证真实类别

判断正确

•在最大后验类别规则下，正常类得分较大，当前模型预测为正常

◼ 垃圾类得分归零的原因

• 4 封垃圾邮件中没有观察到带附件的邮件

•频数 MLE 给出 ෠𝑃(𝐴 = 1 ∣ 𝐺) = 0/4 = 0；该零因子使垃圾类的整个得分乘积为零

◼ 有限样本下的估计边界

• “训练集中没有观察到”不能证明“真实世界中不可能发生”

•处理零计数对概率估计的影响后，再比较同一封邮件的类别得分
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二值特征的加一平滑

训练邮件中没有垃圾类带附件的样本，频数估计因而给出零概率，使垃圾类得分归零。未观察

到不代表不可能发生；加一平滑调整估计规则，为未出现的特征取值保留非零概率。

类条件概率估计 规则 零计数的处理

频数 MLE ෠𝑃(𝑋𝑗 = 𝑎 ∣ 𝑦) = 𝑁𝑗,𝑎,𝑦/𝑁𝑦 零计数直接产生零概率

二值特征加一平滑 𝑃
~

(𝑋𝑗 = 𝑎 ∣ 𝑦) = (𝑁𝑗,𝑎,𝑦 + 1)/(𝑁𝑦 + 2) 每个取值的计数加 1；二值特征的分母加 2

◼ 本例只改变类条件概率的估计规则及其数值

•训练数据、查询邮件和条件独立假设保持不变

•类别先验仍为 Τ4 10与 Τ6 10，不作平滑
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平滑后的邮件分类计算

沿用同一封待分类邮件 𝑥 = (𝑂 = 1,𝑀 = 0, 𝐴 = 1)，使用加一平滑后的类条件概率重新计算。

◼ 两个未归一化得分

• 𝑠𝐺(𝑥) =
4

10
×
5

6
×
4

6
×
1

6
=

1

27

• 𝑠𝑁(𝑥) =
6

10
×
2

8
×
3

8
×
4

8
=

9

320

◼ 归一化后验

•两类得分的和是共同归一化分母

• 𝑃(𝐺 ∣ 𝑥) =
𝑠𝐺(𝑥)

𝑠𝐺(𝑥)+𝑠𝑁(𝑥)
=

Τ1 27

1/27+9/320
≈ 0.568

• 𝑃(𝑁 ∣ 𝑥) = 1 − 𝑃(𝐺 ∣ 𝑥) ≈ 0.432

◼ 预测与边界

•在本讲 0–1 损失下采用最大后验类别规则，预测由平滑前的正常邮件变为垃圾邮件

•本例中平滑改变了预测，但不保证平滑总会改善分类
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0–1 损失下，最大后验分类使错误概率最小

前面的得分比较已执行最大后验选类。其最优性取决于错误代价：

◼ 0–1 损失：正确为 0，错误为 1，各类误判代价相同

•给定观测 𝑥，选择类别 𝑎的条件错误概率为 1 − 𝑃(𝑌 = 𝑎 ∣ 𝑥)

•最小化错误概率⟺最大化所选类别的后验概率

错误代价改变时，同一后验分布可能对应不同的最优行动。

类别后验

损失或错误代价

分类行动
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训练、推理与决策：输入、输出及评价

阶段 输入 输出

训练 带标签数据和估计规则 概率模型：类别先验与类条件概率

推理 当前观测和固定模型 各类别得分，必要时归一化为类别后验

决策 类别后验和错误代价 一个预测类别或行动

◼ 分类正确性：预测类别是否与真实标签一致；本例无真实标签，不能据预测改

变判断准确率提高

◼ 概率校准：预测概率是否与相应样本中该类的实际比例相符；后验归一化不保

证校准



3 参数学习与总结

区分类别推断与参数学习，用同一伯努利数据比较 MLE、MAP 和完整贝叶

斯的学习结果与预测方式，最后总结本讲
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类别推断与参数学习的对象区别

前面用频数 MLE训练概率模型，再固定模型推断邮件类别。现在考察的未知对象是参数：学习

可返回一个参数点，也可保留参数后验，预测时综合这种不确定性。

参数是控制模型分布的量。例如 𝜃 = 𝑃(𝐴 = 1 ∣ 𝐺)是垃圾类带附件的概率；有限计数估计这个

量，参数后验描述它仍有多少不确定性。

未知对象 推断问题 所用信息 结果

类别 𝑌 当前样本属于哪一类？ 给定模型和观测 𝑥 类别后验 𝑃(𝑦 ∣ 𝑥)

参数 𝜃 估计参数值及其不确定性 训练数据 𝐷 参数点，或参数后验 𝑝(𝜃 ∣ 𝐷)

◼ 类别先验 𝑃(𝑦)描述类别基线；参数先验 𝑝(𝜃)描述纳入训练数据前对参数的不

确定性

朴素贝叶斯规定条件独立的模型结构，参数可用频数 MLE 估计；使用贝叶斯公式分类，并不要

求保留整个参数后验。
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参数似然、先验与后验更新

◼ 参数似然 𝑝(𝐷 ∣ 𝜃)是关于参数的函数

•固定已观察训练数据 𝐷，比较不同参数 𝜃 对数据的解释

•类别推断中的 𝑃(𝑥 ∣ 𝑦)则比较各类别对当前观测的支持

◼ 参数先验与似然形成参数后验

• 𝑝(𝜃 ∣ 𝐷) ∝ 𝑝(𝐷 ∣ 𝜃)𝑝(𝜃)

• ∝表示相差一个与 𝜃 无关的比例常数

•连续参数用密度表示不确定性：区间内曲线下的面积是概率，密度高度本身不是单点概率
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伯努利数据与 Beta 参数后验

另取独立的伯努利示例，与邮件计数分开。每次只有成功与失败，成功概率为 𝜃 ∈ [0,1]；给定参数后4

次试验独立同分布，数据 𝐷 有3次成功、1次失败：

𝑝(𝐷 ∣ 𝜃) ∝ 𝜃3(1 − 𝜃).

Beta 分布在 0 1 上描述概率参数。对 𝑎, 𝑏 > 0，其密度正比于 𝜃𝑎−1(1 − 𝜃)𝑏−1。本例给定 Beta(2,2)先

验，密度正比于 𝜃(1 − 𝜃)：

𝑝(𝜃 ∣ 𝐷) ∝ 𝜃3(1 − 𝜃)𝜃(1 − 𝜃) = 𝜃4(1 − 𝜃)2.

因此，参数后验为 Beta(5,3)。它描述未知参数的不确定性，与当前样本的类别概率或单个参数点不同。
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MLE、MAP 与完整贝叶斯：学习结果与预测

在同一数据和上述示例先验下：

方法与依据 学习结果 下次成功概率

极大似然估计（MLE）：数据似然，不用参数先验 参数点 ෠𝜃MLE = 3/4 代入该点： Τ3 4

最大后验估计（MAP）：数据与参数先验，取后验众数 参数点 ෠𝜃MAP = 4/6 = 2/3 代入该点： Τ2 3

完整贝叶斯：数据与参数先验 整个 Beta(5,3)参数后验 按后验平均： Τ5 8

同一数据下，预测差异来自对参数的处理：选一个点，或保留分布并按后验平均。
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伯努利示例的参数点与后验平均计算

◼ 参数点：由指数求最大值位置

• 𝜃𝑟(1 − 𝜃)𝑠 在 𝑟, 𝑠 > 0时最大值位于

𝑟/(𝑟 + 𝑠)

•MLE：似然指数为 3、1，3/4 = 0.750

•MAP：后验指数为 4、2，4/6 = 2/3

◼ 后验预测：对参数的不确定性求平均

• 𝑃(𝑍 = 1 ∣ 𝐷) = 𝔼[𝜃 ∣ 𝐷]

• 𝑍 = 1为下一次成功；𝔼[𝜃 ∣ 𝐷]是后验均值

• Beta(𝑎, 𝑏)均值为 𝑎/(𝑎 + 𝑏)

•本例：5/8 = 0.625，按整个后验平均

接回加一平滑：若另取 Beta(1,1)先验，𝑛次观察有 𝑘 次成功，下一次成功的后验预测为

𝑘 + 1)/(𝑛 + 2 。这正是二值加一平滑；与本例 Beta(2,2)下的 Τ5 8区分。
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本讲总结

◼ 模型建立：以结构假设降低估计负担

•条件独立把联合概率拆成单特征概率；更易估计的代价是舍弃类内特征依赖

◼ 类别推断与决策：证据更新认识，损失决定行动

•先验与类条件概率形成后验；0–1 损失下选最大后验类别，错误代价改变时行动可能改变

◼ 参数学习：估计值背后仍有不确定性

•MLE、MAP 选参数点，完整贝叶斯保留参数后验并平均预测；二值加一平滑可由 Beta(1,1)

后验预测解释
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