
02 感知机

从线性预测到误分类驱动训练
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本讲的学习目标

◼ 解释感知机的二分类任务、线性分数、决策边界与预测规则

◼ 从有符号分数和感知机损失说明误分类区域的参数更新

◼ 按原始形式执行判断、更新、重复访问与停止检查

◼ 用完整二维例子连接训练输出与新样本预测

◼ 说明收敛的条件、结果边界及训练结果与新数据评价的区别

本讲另介绍对偶表示、样本内积与 Gram 矩阵的基本思想，不要求理解、推导或独立使用



1 线性模型、训练与预测

线性分数的符号给出类别判断；训练形成参数，预测使用固定参数。参数根

据标签怎样调整，是后续训练部分要解决的问题。
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从带标签样本到分类规则

训练样本有标签，新输入的标签却未知。记住已有点还不够，需要一条按特征判断新输入的规则。

𝑃1𝑁1

𝑃2𝑁2
𝑥1

𝑥2

𝑥1 = 0

负类 −1 正类 +1

◼ 将分割线两侧分别判为正、负类，把已知点的标签关系扩展为区域判断规则

◼ 示意规则：𝑓(𝑥) = 𝑥1，参数尚未由训练得到

◼ 感知机的思路：选用可调整的线性分数，把分割边界两侧的位置关系转为分数正负；

根据已知标签调整参数，再用这条规则预测新输入

◼ 训练集 𝐷 = {(𝑥𝑖 , 𝑦𝑖)}𝑖=1
𝑛 ：𝑛 为样本数，𝑥𝑖 为特征向量，𝑦𝑖 ∈ {−1,+1} 为已知标签
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线性分数与类别预测

◼ 二维中，直线两侧可以用一个线性表达式的正负表示；改变系数和常数项，就能调整

分割方向与位置。将这个思路用于 𝑑 个特征，得到可计算、可调整的线性分数

•输入 𝑥 ∈ ℝ𝑑，𝑑 为特征维数；分数是特征的加权和再加偏置

• 𝑓(𝑥) = 𝑤𝑇𝑥 + 𝑏 =෍
𝑗=1

𝑑

𝑤𝑗 𝑥𝑗 + 𝑏

• 𝑤 ∈ ℝ𝑑 是权重，𝑏 ∈ ℝ 是偏置，𝑗 是特征下标

• 𝑤𝑗 决定第 𝑗 个特征对分数的贡献，𝑏 给分数增加统一偏移；这些参数共同决定判断规则

◼ 类别预测由分数符号给出：𝑓(𝑥) > 0 预测 +1，𝑓(𝑥) < 0 预测 −1

•记作 ො𝑦 = 𝑠𝑖𝑔𝑛(𝑓(𝑥))；分数为零时，预测类别需要另定约定

◼ 分数描述模型的线性判断，与类别概率具有不同含义
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训练形成参数，预测使用参数

◼ 训练调整参数，预测固定参数；新样本真实标签不参与预测

◼ 图中 𝑤∗, 𝑏∗ 的星号表示训练结果

带标签训练样本 反复判断与调整 训练参数 𝑤∗, 𝑏∗

训练参数 𝑤∗, 𝑏∗ 与
新样本

计算线性分数 按符号预测类别
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线性分类器的边界与可分性

◼ 回看导入中的两侧规则：线性分类器按 𝑓(𝑥) = 𝑤𝑇𝑥 + 𝑏 的符

号划分类别，正分数区域预测为 +1，负分数区域预测为 −1

◼ 当 𝑤 ≠ 0 时，两个区域由决策边界 𝑤𝑇𝑥 + 𝑏 = 0 分隔

•边界是分数为零的点集，二维中为直线，高维中为超平面

• 𝑤 给出垂直于边界的法向方向

•固定 𝑤 时，𝑏 改变边界位置，使边界可以不经过原点

− 边界满足 𝑤𝑇𝑥 = −𝑏：𝑏 = 0 时经过原点，𝑏 ≠ 0 时不经过原点

◼ 线性可分：存在一组参数，使全部正类训练点严格位于正分数

区域，全部负类训练点严格位于负分数区域

•代数条件为全部训练样本满足 𝑦𝑖(𝑤
𝑇𝑥𝑖 + 𝑏) > 0

◼ 当 𝑤 = 0, 𝑏 = 0 时，所有分数为零，尚未形成有效的分类边界

可分性说明分离参数存在，训练还需根据数据找到这样的参数

𝑃1𝑁1

𝑃2𝑁2
𝑥1

𝑥2

𝑥1 = 0

负类 −1 正类 +1

𝑤 = (1,0)

固定 𝑤；𝑏 = 0.5，𝑥1 = −0.5

实线：𝑓(𝑥) = 𝑥1；均为

示意，非训练结果



2 感知机损失与参数更新

从分类对错进入连续训练准则，解释更新方向与当前样本作用。
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有符号分数与感知机损失

修正待更新样本时，正类增大分数、负类减小分数，怎样统一这两个方向？

𝑦𝑖 = +1，𝑓(𝑥𝑖) ↑

𝑦𝑖 = −1，𝑓(𝑥𝑖) ↓

𝑚𝑖 = 𝑦𝑖𝑓(𝑥𝑖) ↑

◼ 有符号分数 𝑚𝑖 = 𝑦𝑖(𝑤
𝑇𝑥𝑖 + 𝑏)，正确侧满足 𝑚𝑖 > 0；两类修正都转为提高当前样本

的 𝑚𝑖

◼ 错误侧 𝑚𝑖 < 0 时，提高 𝑚𝑖 就减小惩罚 −𝑚𝑖；正确侧 𝑚𝑖 > 0 时不惩罚

•感知机损失 ℓ𝑖(𝑤, 𝑏) = 𝑚𝑎𝑥(0,−𝑚𝑖)

◼ 训练判定：𝑚𝑖 > 0 时保持参数；𝑚𝑖 ≤ 0 时更新

•𝑚𝑖 = 0 时损失为零且有折点，仍按训练规则更新

◼ 0–1 损失：预测正确取 0，错误取 1，累计为错分数；感知机损失利用连续分数，两

种损失的最小化不等价
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梯度与参数更新

错误侧要提高 𝑚𝑖，等价于减小损失 −𝑚𝑖。下面用负梯度实现这一修正方向。

◼ 在 𝑚𝑖 < 0 区域，固定当前样本 𝑥𝑖 , 𝑦𝑖，把损失看作待调整参数 𝑤, 𝑏 的函数：

ℓ𝑖(𝑤, 𝑏) = −𝑦𝑖(𝑤
𝑇𝑥𝑖 + 𝑏)

◼ 梯度由各参数的偏导数组成；每个偏导表示其余参数固定时，损失随该参数变化的局

部变化率。梯度指向局部增加最快的方向，负梯度指向减小方向

•损失表达式中 𝑤𝑗 的系数为 −𝑦𝑖𝑥𝑖𝑗，因此 𝜕ℓ𝑖/𝜕𝑤𝑗 = −𝑦𝑖𝑥𝑖𝑗，合起来是 𝛻𝑤ℓ𝑖 = −𝑦𝑖𝑥𝑖

•偏置的导数为 𝜕ℓ𝑖/𝜕𝑏 = −𝑦𝑖

◼ 参数沿负梯度更新；学习率 𝜂 > 0 控制更新步幅，本讲固定其值

• 𝑤 ← 𝑤 − 𝜂𝛻𝑤ℓ𝑖 = 𝑤 + 𝜂𝑦𝑖𝑥𝑖

• 𝑏 ← 𝑏 − 𝜂𝜕ℓ𝑖/𝜕𝑏 = 𝑏 + 𝜂𝑦𝑖

◼ 普通梯度推导适用于 𝑚𝑖 < 0；𝑚𝑖 = 0 时按训练约定执行同一更新
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一次更新对当前样本的作用

更新是否实现了“提高当前样本的有符号分数”？回代检查，再判断它能否同时改善整个训练集。

◼ 令 𝑤′ = 𝑤 + 𝜂𝑦𝑖𝑥𝑖、𝑏′ = 𝑏 + 𝜂𝑦𝑖，代回同一训练样本

•代入得到 𝑚𝑖
′ = 𝑦𝑖[(𝑤 + 𝜂𝑦𝑖𝑥𝑖)

𝑇𝑥𝑖 + 𝑏 + 𝜂𝑦𝑖]；由 𝑦𝑖
2 = 1，化为 𝑚𝑖

′ = 𝑚𝑖 + 𝜂(‖𝑥𝑖‖
2 + 1) > 𝑚𝑖

− ‖𝑥𝑖‖
2 =෍

𝑗
𝑥𝑖𝑗
2 为特征平方和；常数 1 来自偏置更新

◼ 对当前样本：有符号分数增大，但不一定一次就变为正值；若更新前 𝑚𝑖 < 0，感知

机损失减小

•正类 𝑦𝑖 = +1 时 𝑚𝑖 = 𝑓(𝑥𝑖)，更新使当前分数增大；负类 𝑦𝑖 = −1 时 𝑚𝑖 = −𝑓(𝑥𝑖)，更新使当前分数

减小

◼ 局部改善不保证全体改善：样本共用同一组参数，其他样本的有符号分数可能增大或

减小；当前点改善不保证全体改善，因此还需重复访问并检查全部样本



3 原始训练与新样本预测

把单点更新组织成完整训练，再用所得的固定参数预测新样本。
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感知机原始形式的训练循环

一次更新只保证当前样本的有符号分数增大，不保证全体改善。训练需要重复访问全部样本，并记录整

轮是否发生更新，再决定能否停止。

◼ 给定训练集 𝐷、初值 𝑤, 𝑏、固定学习率 𝜂 > 0

与访问顺序

重复：

本轮发生更新 ← 否

按固定顺序访问每个训练样本 (x_i, y_i)：

𝑚𝑖 ← 𝑦𝑖(𝑤
𝑇𝑥𝑖 + 𝑏)

若 𝑚𝑖 ≤ 0：

𝑤 ← 𝑤 + 𝜂𝑦𝑖𝑥𝑖
𝑏 ← 𝑏 + 𝜂𝑦𝑖
本轮发生更新 ← 是

若本轮发生更新为否：输出 𝑤∗, 𝑏∗ 并停止

◼ 一轮是全部训练样本各访问一次

◼ 停止要求完整一轮没有更新

•整轮无更新时参数保持不变，所有训练

样本均满足 𝑚𝑖 > 0

•零损失不代表停止：初值 𝑤 = 0, 𝑏 = 0 时

全部 𝑚𝑖 = 0。各点损失为零仍须更新
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示例：感知机的参数更新

◼ 训练数据与约定

•课程构造数据，按表中顺序访问

样本 特征 𝑥 标签 𝑦

𝑃1 1 1 +1

𝑁1 −1,1 −1

𝑃2 2 0 +1

𝑁2 −2,0 −1

•初值 𝑤 = (0,0), 𝑏 = 0，学习率

𝜂 = 1

•判断量 𝑚 = 𝑦(𝑤𝑇𝑥 + 𝑏)；𝑚 ≤ 0

时更新

− 𝑤 ← 𝑤 + 𝑦𝑥，𝑏 ← 𝑏 + 𝑦

•完整一轮无更新时停止

◼ 参数更新

•第一轮的两次更新

样本 更新前 𝑓,𝑚 更新后 𝑤, 𝑏

𝑃1 0,0
𝑤 1 = (0,0) + (1,1) = (1,1)

𝑏 = 1

𝑁1 1,−1
𝑤 2 = (1,1) − (−1,1) = (2,0)

𝑏 = 0

•两次更新后得到 𝑤 = (2,0), 𝑏 = 0；能否停止，还需检查本轮

余下样本和下一完整轮
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示例：更新影响与整轮检查

第二次更新修正了 𝑁1，同一组参数下的其他样本会怎样变化？

𝑃1𝑁1

𝑃2

𝑁2
𝑥1

𝑥2

𝑥1 + 𝑥2 + 1 = 0

负类 −1 正类 +1

𝑤 = (1,1), 𝑏 = 1

𝑚𝑁1 = −1，𝑚𝑃1 = 3

𝑃1𝑁1

𝑃2𝑁2
𝑥1

𝑥2

𝑥1 = 0

负类 −1 正类 +1

𝑤 = (2,0), 𝑏 = 0

𝑚𝑁1 = 2，𝑚𝑃1 = 2

◼ 局部改善不保证全体改善：𝑃1 的有符号分数下降，仍在正确侧

◼ 第一轮余下 𝑃2, 𝑁2：𝑓 = 4,−4，𝑚 = 4,4，无更新；本轮已更新，不能停止

◼ 下一整轮：𝑓 = 2,−2,4,−4，𝑚 = 2,2,4,4，无更新，停止

◼ 输出 𝑤∗ = (2,0), 𝑏∗ = 0，模型为 𝑓∗(𝑥) = 2𝑥1
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感知机推理：从固定参数到类别预测

◼ 使用训练输出预测新样本

•上一页输出 𝑤∗ = (2,0), 𝑏∗ = 0，模型为 𝑓∗(𝑥) = 𝑤∗𝑇𝑥 + 𝑏∗ = 2𝑥1；新样

本为 𝑞 = (0.5,0.5)

•推理固定这组训练参数，沿用“先算线性分数，再按符号预测类别”的

规则

•代入得到 𝑓∗(𝑞) = 2×0.5 + 0×0.5 + 0 = 1，分数为正，因此 ො𝑦(𝑞) = +1

◼ 预测与正确性评价

•判断这次预测是否正确，需要与 𝑞 的真实标签比较

•评价模型的新数据表现，需要独立评价数据及相应使用条件；单次预测

结果不足以完成这项评价

𝑃1𝑁1

𝑃2𝑁2 𝑞
𝑥1

𝑥2

𝑥1 = 0

负类 −1 正类 +1

预测 +1

真实标签未知



4 收敛条件、结果边界与对偶表示

限定训练结果的条件与评价意义，再介绍同一模型的另一种表示。
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感知机的收敛条件与结论

◼ 感知机的收敛保证

•前例在两次更新后得到分离参数；单个成功实例只说明这组数据上的执行结果。算法能否保证有限停

止，还取决于数据条件与更新规则

•本讲的收敛指经过有限次更新达到严格分离训练集的状态，随后整轮无更新并停止

•收敛条件

− 训练集有限且线性可分；采用固定正学习率，循环访问全部样本，并按 𝑚𝑖 ≤ 0 执行标准更新

•收敛结论

− 上述条件下，经过有限次更新得到使全部训练样本 𝑚𝑖 > 0 的参数

− 这些参数使全部样本保持在正确一侧，此后完整访问一轮无更新，满足已建立的停止规则

•偏置的增广表示

− 把偏置 𝑏 看作常数特征 1 的权重，将分数与两项更新写成统一的向量形式

− 令增广特征为 𝑥
~
= (𝑥, 1)，增广参数为 𝑤

~
= (𝑤, 𝑏)，则 𝑤

~ 𝑇𝑥
~
= 𝑤𝑇𝑥 + 𝑏

− 权重与偏置的更新合为 𝑤
~
← 𝑤

~
+ 𝜂𝑦𝑖𝑥

~

𝑖，即同时加入 𝜂𝑦𝑖𝑥𝑖 与 𝜂𝑦𝑖

− 分数和更新规则都与原模型一致，因此含偏置模型也纳入上述保证
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感知机训练的适用边界

◼ 收敛保证的范围

•上述条件下，算法保证获得严格分离训练集的参数；数据条件、解的选择与新数据评价分别限定这一

结果

•数据不可分时的停止限制

− 线性不可分指不存在参数使全部训练点满足 𝑦𝑖(𝑤
𝑇𝑥𝑖 + 𝑏) > 0

− 整轮无更新要求同一组参数使全部训练点的有符号分数为正；不可分数据无法满足这一状态，因此本讲标准

循环会持续更新

•可分训练集的分离解

− 同一训练集可能有多条分离边界，初始化与访问顺序可能影响所得参数和边界

− 收敛结论保证得到分离解；比较边界的优劣还需指定准则

•新数据上的评价

− 严格分离只说明全部训练点满足分类要求；新数据表现需要独立评价数据及相应使用条件支持
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感知机的对偶表示与内积

◼ 同一模型的另一种表示

•原始形式直接维护权重 𝑤 与偏置 𝑏；对偶形式把权重表示为训练样本的累积贡献。本讲采用零初值

与固定学习率：

• 𝑤 = σ𝑖=1
𝑛 𝛼𝑖 𝑦𝑖𝑥𝑖，其中 𝛼𝑖 ≥ 0 记录样本 𝑖 的累积更新量，该系数在样本每次触发更新时增加 𝜂；𝑛 是

训练样本数。偏置 𝑏 仍按原始规则更新并保留在模型中

•相应分数为 𝑓(𝑥) = σ𝑖=1
𝑛 𝛼𝑖 𝑦𝑖(𝑥𝑖

𝑇𝑥) + 𝑏，𝑥𝑖
𝑇𝑥 是训练样本与当前输入的内积；得到分数后仍按符号预

测类别

◼ 内积与 Gram 矩阵

• Gram 矩阵保存训练点的两两内积：𝐺𝑖𝑗 = 𝑥𝑖
𝑇𝑥𝑗

•训练特征固定时，𝐺 不随参数更新变化，可以与当前系数和偏置配合计算训练点分数。新输入与训练

点的内积不在训练 Gram 中，需要另外计算

•这种表示改变参数与计算的组织方式，分类任务和预测规则保持不变
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总结

◼ 从训练数据到新样本预测

•感知机从有限带标签样本学习线性二分类模型，训练形成参数，推理使用固定参数预测类别

•模型与推理

− 线性分数为 𝑓(𝑥) = 𝑤𝑇𝑥 + 𝑏，在 𝑤 ≠ 0 时，零

分数点集构成决策边界

− 推理固定训练参数，对新样本计算分数，再按符

号预测类别

•更新与停止

− 有符号分数 𝑚𝑖 = 𝑦𝑖𝑓(𝑥𝑖) 统一两类的训练判断，

𝑚𝑖 ≤ 0 时更新

− 在误分类区域沿感知机损失的负梯度更新；零分

数按算法约定更新。遍历全部训练样本，整轮无

更新后输出参数

•收敛与评价

− 有限且线性可分的训练集、固定正学习率与标准

循环更新支持有限停止

− 严格不可分时无法达到整轮无更新的停止状态；

可分时所得分离解可能非唯一

− 严格分开训练点只说明训练集上的分类结果；新

数据表现需要独立评价数据及相应使用条件支持

•对偶表示

− 本讲还介绍了按样本贡献表示同一组参数、用内

积及 Gram 矩阵组织计算的另一种视角；核心预

测规则保持不变
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