
视觉Transformer（ViT）

机器学习 · 深度学习基础
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学习目标

◼ 跟踪图像分块、共享投影与序列形状

◼ 解释位置表示和分类词元的作用

◼ 跟踪Pre-LN编码器到类别得分与监督学习

◼ 从空间联系和计算规模比较CNN与ViT

◼ 结合预训练、输入规格与微调条件理解使用



1 图像成为序列

把局部像素与位置组合为编码器输入。
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视觉Transformer的建模问题

CNN已经能处理图像，Transformer已经能处理向量序列。能否让Transformer直接完成图像分类？

图像是二维空间信号。需要解决三个接口问题：局部像素怎样变成向量、区域位置怎样进入计算、多个

区域怎样形成一个图像级输出。

二维像素 共享Patch投影

空间位置 可学习位置嵌入

图像级类别 cls信息汇集与分类

ViT把图像转成带位置的词元序列，在Transformer编码器上学习视觉表示。分块建立输入接口，自注意

力学习内容相关的区域联系，分类词元提供整图读出。
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ViT图像分类架构

完整模型分为输入表示、Transformer编码、整图分类三个阶段。图中A—D在二维网格与序列中保持相

同身份。

1 输入表示 2 编码 3 整图分类

A B

C D

真实图像：2×2分块

Patch

Embedding

N × D

拼接cls

[cls; A B C D]

cls参数

(N+1) × D

＋

位置嵌入

Encoder × L

(N+1) × D

最终cls

末端LN

分类头
D → K

A B C D

N个图像块共享投影为D维词元；先沿序列轴拼接cls，再与位置矩阵逐元素相加，得到(𝑁 + 1)×𝐷输入。

经过L个编码块，最终cls经LN和分类头输出K个得分。

接下来P6—9只展开输入表示；编码与整图读出在第二部分展开。
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规则网格将图像划成固定大小的块

图像块（patch）是按固定网格划出的局部像素区域。它不必对应一个物体或部件。

给定4×4单通道图像，按2×2不重叠分块。块网格先行后列，每块内逐行读取像素：

4×4像素，2×2分块
块网格按行读取；块内按行展平

0 1 2 3

4 5 6 7

8 9 10 11

12 13 14 15

1 左上 (0,1,4,5)

2 右上 (2,3,6,7)

3 左下 (8,9,12,13)

4 右下 (10,11,14,15)

展平改变数值的排列形状，不改变这些像素的数值。下一步才用可学习参数变换每个块。
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共享线性投影把每个块映成同宽表示

图像高H、宽W、通道C，块边长P；H、W均可整除P。块数𝑁 = (𝐻/𝑃)(𝑊/𝑃)，每块展平宽度𝑃2𝐶。

𝑻 = 𝑿patch𝑬 + 𝒃

𝑿patch为𝑁×𝑃2𝐶，共享矩阵E为𝑃2𝐶×𝐷，偏置b沿行广播；输出T为𝑁×𝐷。

块 A  P²C维 同一 E、b 词元 A  D维

块 B  P²C维 同一 E、b 词元 B  D维

块 C  P²C维 同一 E、b 词元 C  D维

块 D  P²C维 同一 E、b 词元 D  D维

四块小例中N=4、块向量宽4。D是模型特征宽度，可不同于块内像素数。各块使用同一组参数，既不把

块编号当类别，也不假设每块已经对应一个物体。
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位置表示使区域所在位置参与计算

共享投影变换块内容，位置嵌入补充“内容位于哪个槽位”。本讲为每个固定序列位置保存一个可学习
D维向量。

原始内容 交换A、D；位置槽位不变

A + p1 B + p2

C + p3 D + p4

D + p1 B + p2

C + p3 A + p4

交换左上A与右下D的内容，位置向量𝑝1, 𝑝4仍留在原槽位：输入由𝑡𝐴 + 𝑝1, 𝑡𝐷 + 𝑝4变成𝑡𝐷 + 𝑝1, 𝑡𝐴 + 𝑝4。

位置表示使模型有条件学习内容与位置的关联，不保证每次交换都改变预测。参数按块网格的固定扫描

顺序与二维位置对应。
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分类词元为整图输出设置一个读取位置

图像分类需要整幅图像的一个类别输出。标准ViT在块序列开头加入可学习的分类词元（cls token），

其最终表示供分类头读取。

𝒁0 = [𝒄; 𝑻] + 𝑷pos

分号表示沿序列行拼接。分类词元c是一行D维参数；位置矩阵𝑷pos为(N+1)×D，含cls位置。

四个块加cls，序列共有五行；每行仍为D维。

同一组参数用于不同图像，初始cls输入相同。它经过编码器后读取图像信息，输出才依赖当前图像；
cls本身不保存正确类别标签。



2 编码器与分类

建立Pre-LN、信息汇集和标签监督的连续计算。
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完整Pre-LN编码块

一个ViT编码块有两个残差子层：自注意力混合位置之间的信息，MLP逐位置变换特征。此编码块重复

堆叠L次，各层通常使用各自参数。

本层输入 5×4

cls

A

B

C

D

整块输出 5×4

cls′

A′

B′

C′

D′

Z LN MSA ＋ LN MLP ＋ Z′
U

Z、U、Z′均为5×4；两条虚线分别保留Z与U

𝑼 = 𝒁 +𝑀𝑆𝐴(𝐿𝑁(𝒁))

𝒁′ = 𝑼+𝑀𝐿𝑃(𝐿𝑁(𝑼))

两条捷径分别保留Z与U，形状均为(𝑁 + 1)×𝐷。第15讲Post-LN在相加后归一化；这里的LN位于子层支

路内。图中省略Dropout。
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注意力联系区域，MLP分别变换特征

MSA跨词元组合信息，MLP独立变换每一行的特征。 以下小例取D=4。

本层输入 5×4

cls

A

B

C

D

整块输出 5×4

cls′

A′

B′

C′

D′

MSA

5×4 → 5×4

MLP（逐行）
4 → 8 → 4

读取其他行的信息 5×4 → 5×8 → 5×4

职责对照；LN和两次残差见前页

MSA的Q、K、V由同一份归一化输入分别投影。本例双头、每头2维；每头权重为5×5，多头合并并映

射后恢复5×4。

MLP接收注意力残差结果U，经LN后逐行作4→8→4变换，位置数始终为5。各行共享参数，但不直接读

取其他行。

GELU逐分量提供非线性；LN对每行的D个特征归一化。两个残差相加沿用前页。
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同一层并行更新所有位置

一层中的全部Q、K、V都由同一份本层输入得到；五个查询各自形成结果，再一起交给下一层。

本层输入 5×4

cls

A

B

C

D

整块输出 5×4

cls′

A′

B′

C′

D′

列：键 cls A B C D

cls

A

B

C

D

行：查询 每头5×5，按行softmax

组合V，再经
多头输出映射
残差与MLP

每头权重为5×5：行是查询，列是键。cls与四个块各有读取权重，均可读取五行输入的Value。

cls和各块同时从本层输入形成新表示，再经MLP逐行加工。下一层才接收全部更新结果；最后分类只读
cls。下一页放大cls的单头读取。
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分类词元的信息汇集

在每个注意力头中，归一化后的各行分别经线性投影得到Q、K、V。cls的查询与各位置的键形成读取权

重，再对对应的Value作加权组合。

本层输入投影后的V 注意力权重 单头输出

V cls (0,0) 1/7

V A (1,0) 2/7

V B (0,2)
1/7

V C (1,1)
2/7

V D (2,1)

1/7

𝒐𝑐

加权组合V
(6/7, 5/7)

其余查询也同时计算

单头 A

单头 B

单头 C

单头 D
均需继续多头、残差与MLP

𝛼𝑐𝑗 = 𝑠𝑜𝑓𝑡𝑚𝑎𝑥𝑗(𝒒𝑐𝒌𝑗
𝖳/ 𝑑𝑘), 𝒐𝑐 =෍

𝑗=0

𝑁

𝛼𝑐𝑗 𝒗𝑗

图示为每头2维的局部算例，Value与权重逐行对应。单头输出还需多头合并、输出映射、残差与MLP，

才完成cls更新。

权重随输入与参数变化。多层更新使最终cls依赖图像内容；权重图不是完整的决策因果解释。
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分类头读取编码后的cls表示

编码器输出仍含cls与各块的表示。取最后一层的cls行，经末端LayerNorm得到图像表示h：

𝒉 = 𝐿𝑁(𝒁𝐿[0, : ]), 𝒛 = 𝒉𝑾head + 𝒃head

这里h按行表示、长D，L为编码层数，索引0是cls。𝑾head为D×K，K是类别数；z含K个类别得分，

softmax后得到类别概率。

本例D=4、K=3：五个位置的表示只取cls一行，形成三个类别得分。分类头的参数由标签监督学习，不

把N个图像块当成N个类别。

本讲采用cls读出与线性分类头。原论文预训练时使用含一个隐藏层的MLP头，微调时使用线性头；也可

设计块表示的池化读出，但需另定结构及训练。
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完整前向把图像映成类别得分

多层注意力使cls汇集区域信息。分类头读取最终cls表示，形成整幅图像的类别得分。

标签损失通过可训练路径更新表示与分类映射

全部词元
B×(N+1)×D

编码器 × L

保持序列形状
最终cls

B×D

末端LN

B×D

分类头
D×K

类别得分
B×K

小例B=1、N=4、D=4、K=3；编码器保持1×5×4，最终图像表示为1×4，得分为1×3。每头权重为
1×5×5，双头未平均权重为1×2×5×5。

全部有效图像词元均可见。这里没有目标移位、文本解码器或自回归因果掩码。图像标签指导注意力汇

集与分类映射的学习。
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图像标签通过交叉熵训练整条计算链

每幅图像提供一个类别标签。对正确类y的预测概率𝑝𝑦，单样本交叉熵为：

𝐿 = −log𝑝𝑦

给定三个得分(0, ln2, 0)，标签索引为1，softmax概率为(1/4, 1/2, 1/4)，损失为ln2，约0.6931。这里是

独立给定算例，不是未训练整网的预测。

阶段 参数使用 输出用途

训练 反向传播并更新可训练参数 标签损失指导分类头、编码器、cls、位置与块投影

评价／使用 本讲固定参数，只作前向 产生类别得分并预测；评价时与保留标签比较

logits经softmax得到概率，由交叉熵反向传播并更新可训练参数。分类效果需在独立数据上评价。
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没有位置时，交换块顺序不会改变cls读出

基本：只交换A、D的内容，位置向量仍留在原网格槽位。

原始内容 交换A、D；位置槽位不变

A + p1 B + p2

C + p3 D + p4

D + p1 B + p2

C + p3 A + p4

无位置时，交换两块内容的cls读出相同；有位置时，内容与位置的配对改变，cls读出可以改变，但不

保证改变。

深化：交换完整输入行。 内容和各自位置一起移动，原配对不变；键值对及对应权重只是重排，cls加

权和保持相同：

𝛼𝑐𝐴𝒗𝐴 + 𝛼𝑐𝐷𝒗𝐷 = 𝛼𝑐𝐷𝒗𝐷 + 𝛼𝑐𝐴𝒗𝐴

比较固定cls及模型参数，关闭Dropout，无因果掩码或其他位置约束，忽略数值舍入。逐行LN、共享
MLP和多层注意力保持完整行重排关系。



3 结构与计算规模

空间关系怎样建模？输入规格变化带来什么代价？
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卷积可以实现同样的分块投影

同一批图像可通过两条路径得到相同的块表示；这里比较输入映射。

A 同一图像
Patch展平

按通道、行、列
共享 E、b

(P²C) × D
B × N × D

B 同一图像
Conv2d

核P×P，步长P

输出网格
按行重排

B × N × D

E的第d列 第d个卷积核；相同偏置，padding=0

将E的每一输出列按通道、行、列重排为一个卷积核；偏置逐项相同，输出网格按行读取。这样每个输

出分量都使用相同像素、权重及偏置。

本例1×1×4×4，经卷积得到1×4×2×2，重排后为1×4×4，与共享投影逐项相同。

等价的是分块输入映射。 后续区域交互仍要分别比较全局注意力与局部卷积。
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CNN与ViT的空间建模

归纳偏置是结构或学习方法预先规定的偏好。下面固定一个输出位置，比较它在一层中怎样联系输入区

域。

CNN：3×3局部邻域 ViT：向q读取（代表联系）

× q

CNN卷积在空间上限定局部邻域，同一卷积核跨位置共享；多层可扩大感受野并形成全局信息。

标准ViT单层可读取全部有效词元，权重由Q、K计算，位置表示补充空间信息。图中六条箭头仅示意读

取方向，统一线宽，不表示实测权重或因果重要性。

结构规定可连接范围；有用联系与任务表现还取决于训练。
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全局读取提供联系，也增加规模要求

全局可连接提供信息读取的机会；哪些联系有用依靠学习，读取规模也有代价。

◼ 联系能力：一个区域可在单次注意力中读取远处区域。例如判断局部纹理时，可同时

利用图像其他区域的表示。

◼ 学习条件：可连接不规定“哪个远处区域有用”。位置表示、训练数据和目标共同影

响学习结果；标准ViT没有CNN中逐层局部邻域与常见分层下采样的同样约束。

◼ 计算代价：标准ViT保持固定块网格。提高分辨率会增加词元数，也增加查询与键的

评分配对；下一页具体计算矩阵规模。

Swin以局部窗口和分层表示调整这些结构选择，本讲只作定位。注意力权重的解释边界沿用前文：单张

权重图不是完整的决策因果解释。
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块数决定每头评分矩阵的大小

Patch边长减半 → 块数4倍 → 每头逻辑评分规模约16倍。

固定224×224图像。块数为N，含cls的序列长度S=N+1，每头评分矩阵为𝑆×𝑆。

14×14：196个位置 28×28：784个位置 评分 197² 评分 785²

P=16：14×14=196块，序列长197，评分元素38,809。

P=8：28×28=784块，序列长785，评分元素616,225，约为前者15.88倍。

固定P=16，将图像长宽都加倍也得到784块。这里固定批量和头数，只比较逻辑评分规模；现代实现可

避免完整存储评分矩阵，实际GPU显存和整网耗时不必按同一比例增长。
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改变分辨率与改变块大小，适配对象不同

保持特征宽度D，分块投影参数形状为𝑃2𝐶×𝐷。块数决定序列长度，块内像素数决定投影输入宽度；两

者不能混为同一个尺寸。

改变条件 分块投影 位置嵌入 含cls长度

224→448，保持P=16、C=3 仍为768×D，可沿用 块位置196→784，需适配 197→785

P=16→8，保持224、C=3 768×D→192×D，不能原样载入 块位置196→784，需适配 197→785

两种改变得到相同词元数，但第二种还改变每块输入宽度。只对位置向量插值，不能修复分块投影参数

的形状不匹配。

选较细分块时，同时核对局部输入表示、预训练权重和序列规模；更细的网格是否改善任务效果，需要

验证，不能只由块数推出。



4 预训练与当前任务

说明输入适配、分类头及微调的使用条件。
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预训练规模与模型表现

Dosovitskiy等，ICLR 2021：比较Base（B）与Large（L）两种容量；/16表示块边长16。

77.91 83.97 84.15
76.53

85.15 87.12

0

20

40

60

80

100

ImageNet

约1.3M

ImageNet-21k

约14M

JFT-300M

约303M

ViT-B/16

ViT-L/16

ImageNet Top-1 (%)；原论文表5；384分辨率微调

各数据源分别比较B与L：ImageNet下L低于B，另外两种数据源下L高于B。较大模型的相对优势随预训

练条件改变。

Top-1是最高得分类别正确的样本比例。横轴是数据源类别，不是仅改变样本数的受控实验。
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把预训练表示接到一个三分类任务

沿用第09讲迁移学习。假设RGB三分类任务，选择输入224×224、P=16、D=768的预训练模型，旧头
1000类。

移除旧1000类头；新头按猫、狗、鸟输出

预训练ViT主干
含末端LN

cls图像特征
B×768

新分类头
768 → 3

主干输出最终cls图像特征B×768。移除768→1000的旧头，接入待训练的768→3新头，对应固定顺序

[猫、狗、鸟]。

输入须匹配该权重的通道、缩放、裁剪和归一化；此规格产生196个块与B×197×768序列。训练集更

新、验证集选设置，测试集作最终评价。新头未训练时不能声称已完成三分类。
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冻结与微调改变的是学习路径

表示主干包括分块投影、cls、位置、编码器及末端LN。记其输出与新头计算为：

𝒉 = 𝑓𝜃(𝒙), 𝒛 = 𝒉𝑾+ 𝒃

主干固定 新头更新 冻结

选定层更新 新头更新 部分解冻

全部主干更新 新头更新 全部微调

策略 可考虑的条件 取舍与限制

冻结 先检验预训练特征能否区分当前类别 反传范围较小；表示固定，仍需验证任务适用性

部分解冻 需要调整部分表示，并能选择解冻层 更新范围可控；层数与学习率需由验证集比较

全部微调 需要调整完整表示，且有相应数据与计算预算 反传与优化开销较大；需控制过拟合并验证泛化

冻结时要关闭主干参数的更新，优化器只更新选定参数。

训练／评价模式与参数冻结分别控制；固定特征方案还需固定主干的随机行为。可先比较冻结方案，再

按验证表现决定是否微调。
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提高分辨率时怎样适配位置参数

保持P=16、D=768，把输入从224×224提高到448×448。分块投影仍为768×768，块位置从196增为
784。

cls位置 cls位置
原样保留

二维空间插值

14×14：196行 28×28：784行

每行D=768

仅插值空间轴

先单独保留cls的一行位置向量；按固定扫描顺序把块位置恢复为14×14×768，在两个空间轴上插值至
28×28×768，再展平为784×768并接回cls行，得到785×768。

特征轴D不插值，cls不参与图像网格插值。注意力与MLP参数可复用，实现仍须支持新规格；还需匹配

预处理并验证任务表现。改变Patch大小则另涉及投影参数形状，不能只插值位置。
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使用模型时同时保留预处理和类别映射

应用深化：新头已训练并选定参数后，把一张新图像变成类别名称。

新图像 评价预处理 模型前向 三类logits 最大值索引 类别名称

[猫、狗、鸟]

预处理、配置与权重、类别映射共同保存

评价预处理包含权重要求的缩放、裁剪、归一化，并形成批量轴。设置评价模式与关闭梯度记录分别控

制，二者互不替代。

取logits最大值的索引，通过训练时保存的[猫、狗、鸟]顺序恢复名称。如需概率，另作softmax；其大

小不能直接当作预测正确率。

共同保存模型配置与权重、评价预处理及类别映射，才能复现这条使用流程。
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本讲总结

◼ 图像如何成为序列？ 分块与共享投影生成同宽词元；拼接cls，再加位置。

◼ 区域信息如何形成整图分类？ Pre-LN编码器更新全部词元，最终cls经末端LN与
D→K分类头得到得分，由标签损失学习。

◼ 结构选择带来什么能力与代价？ CNN局部读取、ViT全局联系；多层CNN也能形成全

局信息。细分块增加评分规模，表现仍受数据、容量与训练方案影响。

◼ 迁移应用闭环：匹配预处理，替换新任务头并选择更新范围；分辨率变化与Patch变

化分别核对位置及投影参数。
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