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学习目标

◼ 区分训练拟合、验证选择与独立测试，结合条件判断泛化问题

◼ 说明L2、权重衰减、Dropout和早停针对的问题、处理思路及各自改变的对象

◼ 从现象提出候选，选择有区分力的检查，说明干预后如何再验证

◼ 说明搜索尺度、预算和验证指标如何支持配置选择



1 泛化判断与正则化方法

数据分工、方法作用对象与验证选择。
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拟合现象与诊断候选

训练拟合描述模型对训练样本的适应，泛化表现描述它在未用于参数学习的新数据上的表现。三种拟合

示意用于理解二者的区别，实际判断仍需训练与验证记录。

未捕捉主要规律

𝑦

𝑥

捕捉主要趋势

𝑦

𝑥

追随样本波动

𝑦

𝑥

同一组指定样本；灰虚线为假设规律，蓝线为拟合示意，不是训练或验证成绩

◼ 欠拟合：尚未充分学到可学习规律；训练表现差仍需区分容量、优化与实现

◼ 过拟合：训练拟合很好，却未同样适用于新数据；差距只是线索，须核对划分、分布

与评价模式

◼ 容量、数据量、噪声和训练条件共同影响结果；观察之后先提候选，再检查原因
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数据职责与诊断路径

数据 主要用途 选择责任

训练集 更新参数，拟合预处理统计 训练成绩不能代替新数据评价

验证集 选择配置、时刻和检查方向 不作为日常参数梯度的同一批样本

测试集 对已选方案作独立评价 不反复用于挑选配置

◼ 先核对划分、损失计算与评价模式；数据损失、含正则的总目标和准确率分开记录

观察现象 候选原因 区分检查 采取干预 再验证

结果进入下一轮观察；单次检查不保证唯一定位

◼ 训练好、验证差时先查划分、预处理与模式；证据支持过拟合后，再用验证结果比较

正则化、增加数据或早停
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正则化与权重幅度

模型有时会通过较大权重响应训练样本中的局部变化，降低训练损失；这可能包含对偶然变化的适应。

正则化在拟合之外加入偏好或约束，限制权重幅度是一种尝试。

在线性函数 𝑓(𝑥) = 𝑤𝑥 中，输入扰动𝛿产生：

𝑓(𝑥 + 𝛿) − 𝑓(𝑥) = 𝑤𝛿

◼ 输入单位相同时，𝛿 = 0.1：𝑤 = 2使响应变化0.2，𝑤 = 0.5使其变化0.05

◼ 若希望减少对这类变化的敏感性，可把控制权重幅度加入训练目标，与数据拟合共同

权衡

◼ 这只是线性敏感性的动机支点，不是深层网络过拟合的统一原因；限制过强会损害拟

合，泛化效果仍需验证
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L2 在目标中增加权重大小的惩罚

L2 正则化用权重平方和把限制权重的偏好写入训练目标，优化器同时权衡数据拟合与权重幅度。

数据拟合损失

权重惩罚
权重平方和

训练目标＋

所选权重展开为𝒘，偏置不默认包含；‖𝒘‖2
2 =෍

𝑗
𝑤𝑗
2。

𝐽(𝒘) = 𝐿𝑑𝑎𝑡𝑎(𝒘) +
𝜆

2
‖𝒘‖2

2, 𝛻𝐽 = 𝒈𝑑𝑎𝑡𝑎 + 𝜆𝒘

◼ 𝐿𝑑𝑎𝑡𝑎为平均数据损失，𝒈𝑑𝑎𝑡𝑎 = 𝛻𝐿𝑑𝑎𝑡𝑎；𝜆 ≥ 0控制惩罚强度

◼ 惩罚梯度为𝜆𝒘，沿其负方向把权重往零拉；𝜆 = 0时该项为零

◼ 同一参数下，总目标不小于数据损失，不代表预测变差；预测表现应比较同样计算的

数据损失与验证指标
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普通SGD下的L2与衰减

权重衰减直接缩放旧权重；普通SGD中，L2的额外梯度可等价写成乘法衰减：

𝒘𝑛𝑒𝑤 = 𝒘− 𝜂(𝒈𝑑𝑎𝑡𝑎 + 𝜆𝒘) = (1 − 𝜂𝜆)𝒘 − 𝜂𝒈𝑑𝑎𝑡𝑎

旧权重衰减
(1 − 𝜂𝜆)𝒘

− 数据梯度更新
𝜂𝒈𝑑𝑎𝑡𝑎

普通SGD：额外梯度对应旧权重的乘法衰减

◼ 𝜂 > 0、𝜆 ≥ 0；当0 ≤ 𝜂𝜆 ≤ 1，旧权重项幅度保留或缩小，但数据梯度仍可能增大总

权重

◼ 等价依赖普通SGD、同一权重集合及相同的𝜂、𝜆定义；不适用于所有优化器

◼ 实际配置须核对受惩罚权重，偏置不默认包含
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自适应更新中的两条路径

关键区别是权重惩罚是否经过自适应缩放：L2随数据梯度一起缩放，解耦衰减独立作用于参数。令𝑨为

当前逐坐标对角缩放算子，对照两条路径：

𝒈𝑑𝑎𝑡𝑎 + 𝜆𝒘 缩放 𝑨 参数更新

𝒈𝑑𝑎𝑡𝑎 缩放 𝑨 参数更新

旧权重 (1 − 𝜂𝜆)𝒘

L2惩罚梯度

惩罚也被缩放

解耦衰减

衰减绕过缩放

◼ 𝑨非单位算子时，两种更新一般不同；AdamW采用解耦衰减

◼ 固定𝑨仅作缩放位置对照，非完整Adam；真实Adam的L2项还进入梯度历史
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Dropout改变训练中的激活组合

预测若依赖少数激活的固定组合，组合缺失就可能影响预测。Dropout在训练时随机屏蔽激活，让模型

在变化的组合下仍按损失学习，以减轻固定依赖。

完整激活
输入层 → 隐藏层 φ → 得分层

𝑥1

𝑥2

ℎ1

ℎ2

𝑜

𝒛 = (1,1)

训练掩码A

输入层 → 隐藏层 φ → 得分层

𝑥1

𝑥2

ℎ1

ℎ2

𝑜

𝒛 = (1,0)

输出置零

训练掩码B

输入层 → 隐藏层 φ → 得分层

𝑥1

𝑥2

ℎ1

ℎ2

𝑜

𝒛 = (0,1)

输出置零

隐藏层：𝑾1, 𝒃1, 𝜙；得分层：𝑾2, 𝑏2；屏蔽激活输出，不删除权重

◼ 三图在同一参数状态下比较掩码；屏蔽的是激活输出，未屏蔽路径仍正常训练

◼ 训练仍更新权重，不永久删除参数；效果需验证，下一页补偿屏蔽引起的尺度变化
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倒置缩放与推理行为

随机置零会改变激活的平均尺度。取激活ℎ𝑗 = 2，保留概率𝑞 = 0.5，先比较是否补偿尺度：

不缩放

置零：概率0.5 保留：概率0.5

输出0 输出2

平均：0.5×0＋0.5×2＝1

倒置缩放（保留时除以𝑞）

置零：概率0.5 保留：概率0.5

输出0 输出4

平均：0.5×0＋0.5×4＝2

倒置Dropout训练时把保留激活除以𝑞；0 < 𝑞 ≤ 1，各单元独立采样，丢弃率为1 − 𝑞：

𝑧𝑗~𝐵𝑒𝑟𝑛𝑜𝑢𝑙𝑙𝑖(𝑞), ℎ𝑗
′ =

𝑧𝑗ℎ𝑗

𝑞

◼ 固定ℎ𝑗时，𝔼[ℎ𝑗
′] = 𝑞ℎ𝑗/𝑞 = ℎ𝑗，保持局部激活期望；不保证非线性网络预测的平均相

同或损失不变

◼ 推理直接使用完整𝒉，不采样、不再乘𝑞；与BN一起检查训练／推理模式

◼ Dropout不直接收缩权重，其作用与L2不同；效果仍需验证
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继续降低训练损失，验证损失可能回升

下图为教学构造，记录各时刻在推理模式下计算的平均数据损失：

平均数据损失

0.0

0.2

0.4

0.6

2 4 6 8

epoch

0.50

0.30

0.20

0.10

训练数据损失

0.55

0.40
0.46

0.60

验证数据损失

记录中的最小验证损失；epoch4

◼ 验证表现回落，因此按验证指标选择训练时刻。依记录中的最小验证损失，应选
epoch4，尽管epoch8的训练损失最低

◼ 早停依据验证指标及给定停止规则确定何时停止训练，再恢复选定的模型状态；观察

到验证损失回升不能唯一确定原因
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早停是模型选择，也需要一致规则

◼ 训练中保存候选模型状态及验证指标，停止后恢复选定状态。模型状态包括参数，以

及BN运行均值／方差等预测所需状态；只换回权重、却保留后续时刻的BN统计，可

能无法恢复当时的预测

◼ 是否等待若干次未改善、监测损失还是其他指标，是需提前说明的配置，不存在通用

的固定等待轮数

◼ 早停根据验证数据作选择，独立测试保留到方案确定之后；本讲不把测试曲线用于挑

时刻



2 训练检查与诊断证据

检查、监测与追加结果共同支持诊断。
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初始损失先核对任务和接口是否相符

采用哪项干预，需要先检查当前困难发生在哪个环节。初始损失可先用于核对任务与计算接口。

沿用前文交叉熵：二分类硬标签任务若每个样本的两类预测概率均为0.5，单样本数据损失为：

−ln0.5 = ln2 ≈ 0.6931

◼ 先核对输出是得分还是概率、标签编码、损失的输入要求及平均方式；初始数值有明

确条件才能作检查支点

◼ 若总目标含L2惩罚，不能要求它也恰为0.6931；纯数据损失和总目标要分开记录

◼ 必要时复用第二讲的有限差分核对导数，控制随机计算并避开不适合差分的点，不重

新把它作为训练算法
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小样本拟合检查学习管线能否工作

完整数据上训练不佳时，可以先缩小到一个小且标签一致、模型有表达能力的样本集，暂时减弱正则

化。这使检查集中于学习管线能否拟合少量样本，再观察数据损失是否显著降低。

◼ 若仍无法拟合，检查标签／输入、损失接口、梯度是否到达参数、优化器是否包含应

更新参数及实际参数位移

◼ 梯度出现不等于参数真的更新；反向、清零和更新时机需要与完整训练循环核对

◼ 小样本拟合成功只排除部分问题；即使存在数据处理错误，模型也可能记住少量样

本，不能据此证明完整实现正确或能够泛化
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观测证据与待检查问题

每种记录回答不同问题。先说明它能区分什么，再决定下一项检查。

观察证据 能支持的问题 仍需检查

数据损失、总目标、训练／验证指标 比较条件是否一致，拟合是否改善 划分、评价模式与损失定义

梯度范数与实际参数位移 有梯度之后是否真的更新 步长、更新调用、参数绑定

分层激活／梯度及BN状态 传播尺度或模式是否异常 输入、初始化与训练／推理设置

◼ 批次损失与完整数据平均分开；训练／验证比较需注明相同的计算与模式条件

◼ 某项统计正常只能排除部分候选，不能证明所有环节都正确
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有梯度不等于参数有效更新

反向计算产生梯度，优化器执行更新；两者分别检查。实际更新比例衡量参数本步的实际位移相对原参

数有多大：

𝛥𝒘 = 𝒘𝑛𝑒𝑤 −𝒘, 𝜌 =
𝛥𝒘 2

𝒘 2

◼ 梯度非零而位移为零，只能确认本步参数未更新；仍需区分实际步长、更新调用与参

数绑定

◼ 同一参数组且参数范数非零才计算𝜌；分母为零时看绝对位移，不设通用正常阈值

◼ 动量、Adam或裁剪下，原始梯度乘学习率通常不能替代实际位移

◼ 分层激活饱和并伴随早层小梯度时，回查输入尺度与初始化；这是传播线索，区别于

零位移的更新线索
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训练与验证损失只能限定诊断候选

以下是采用相同损失计算方法的教学构造，比较的是平均数据损失：

现象 训练 验证 仍需区分的候选

两者接近初始基线 0.65 0.67 更新未有效进行、优化困难、容量或数据限制

训练损失低，验证损失较高 0.08 0.65
拟合未推广、分布或预处理差异、评价模式不一

致

◼ 这些损失值能缩小问题范围，却不能唯一确定原因；先核对损失计算、训练／推理模

式及数据划分条件

◼ 第一个现象不自动意味着欠拟合只需更大模型；第二个现象不自动意味着只需增加正

则化
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证据逐步定位参数绑定

教学构造，未运行真实训练：同一干净小样本、可表达模型，损失起点0.65。候选包括未更新、步长为

零和参数未被优化器管理。

检查实际更新
结果：梯度范数0.8

实际位移0

判断：排除未产生梯度
调用、步长、绑定待区分

行动：继续核对调用、
步长与对象

核对参数对象
结果：𝜂 = 0.01，已调用更新

优化器绑定另一模型参数

判断：调用和步长已核对
定位到参数绑定

行动：只修正参数绑定

受控重跑验证
结果：同初值与小样本，

参数改变
50步：损失0.65→0.12

判断：支持本例修正有效
泛化表现尚未验证

行动：返回完整训练与验证

诊断通过新增证据逐步缩小原因范围，再采取对应修正并复验；当前没有增加容量或正则化的依据。
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参数更新后，仍需区分优化、数据与泛化问题

前例处理的是参数没有被更新的情况。若实际位移非零，训练损失却仍几乎不改善，就需要继续区分优

化、数据与容量等候选。

◼ 可用小样本拟合及梯度／更新尺度检查学习管线和优化条件；若这些局部检查未发现

问题，再结合任务与数据考察容量。任何单项通过仍保留其证据边界

◼ 对“训练损失低、验证损失高”，先核对划分、预处理统计、标签编码和BN／
Dropout模式；这些条件一致后，再选择数据规模或正则强度作受控变化，观察新数

据表现是否改善

◼ 每次记录改了什么、预期区分什么以及结果支持什么；学习率、初始化和模式的机制

使用前两讲已有定义
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改变训练样本量，观察新数据表现如何变化

训练拟合好、验证表现差时，可检查增加数据是否改善新数据表现。以下为教学构造。

同一训练池取100、400、1600个样本，固定模型、初值和正则设置，分别训练到指定稳定条件；真实

实验需记录各规模训练量。

蓝线比较各自训练集的平均损失；黄线始终使用同一验证集。均在推理模式下计算，不含惩罚。

平均数据损失

0.0

0.2

0.4

0.6

100 400 1600

训练样本数（对数刻度）

0.08

0.16

0.23

各自训练集

0.65

0.45

0.34

固定验证集

教学构造

差值0.57
差值0.29 差值0.11
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本例验证损失改善，训练损失却升高

增加训练数据，可能使训练拟合看起来不如原来，却改善新数据表现；这是本例的指定趋势，不是普遍

规律。

比较对象 实验条件 本例能支持的判断

训练损失升高 来自不同训练集 不能把损失差异直接归为优化程度变化

验证损失下降 验证集始终相同 为新数据表现改善提供比较依据

◼ 可将增加同来源数据作为调整候选；仍需重复抽样／初始化，检查优化是否充分、数

据分布和标签质量

• 各规模按指定稳定条件训练，计算消耗可能不同；不声称等预算优势，不用测试集挑选规模
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平均指标之外，还要看错误发生在哪里

总体指标可能掩盖不同群体的错误。发现评价疑点后，进一步检查错误分布；这与改变训练量或继续训

练回答不同问题。

指定100个分类结果，真实正类40个、负类60个：

真实类别 预测正确 预测错误 该类错误比例

正类 32 8 8/40 = 20%

负类 55 5 5/60 ≈ 8.33%

◼ 总准确率为87%；这个平均数没有显示正类错误比例更高，应查看该类的代表样本与

相关条件

◼ 类别分组和错误样本提供进一步线索，不证明标签质量、模型机制或数据分布的唯一

原因；不要仅挑几个成功样本判断整体表现



3 超参数搜索与方案选择

用范围、预算和验证指标选择配置。
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搜索尺度与预算

诊断提出干预方向后，还需选择调整的强度和范围。有限预算下，搜索要兼顾参数尺度与候选覆盖，再

用验证结果比较配置。学习率、正则强度、Dropout保留率等超参数由训练者设置，区别于梯度更新的

模型权重。

◼ 搜索尺度应匹配参数性质：学习率从0.001到0.002是加倍，从0.1到0.101只增加约
1%；正学习率和正则强度可按对数量级搜索

• 如𝜂在10−4到10−1先宽后细；𝜆 = 0单独保留，不能对零取对数

• 保留率𝑞有界，应使用合适区间，不机械套用对数尺度

◼ 随机搜索在指定范围和尺度中抽取配置；同样9次投入的取值覆盖由下一页对照

◼ 覆盖更广不保证成绩更好；最终候选仍按同一预算及验证规则比较，测试不参与反复

选择
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本例随机搜索探索更多不同学习率

设同时搜索学习率𝜂与Dropout保留率𝑞，每个配置的训练预算相同，总共只做9次。先假设这个任务对𝜂

更敏感、对给定范围内的𝑞不太敏感：

3×3网格

保留率𝑞

0.5

0.7

0.9

10−4 10−3 10−2 10−1

学习率𝜂（对数刻度）

9次配置，3个不同𝜂

一次指定随机搜索

保留率𝑞

0.5

0.7

0.9

10−4 10−3 10−2 10−1

学习率𝜂（对数刻度）

9次配置，9个不同𝜂

◼ 在这个假设下，网格把一部分预算用于同一𝜂下改变较不敏感的𝑞；随机搜索可把更多

试验放在不同𝜂上，这说明其作为起步方法的理由

◼ 哪些参数重要因任务而异；这组点阵解释预算分配，不是9次随机搜索必定取得更好

验证成绩的证明
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短训练用于初筛，范围边界仍需检查

粗筛和精查是投入不同的搜索阶段；每轮候选采用该轮约定的训练预算，短训练结果不能直接替代最终

模型选择。

◼ 先在宽范围作短训练，排除明显不学习或发散的配置，再围绕有效区域细化；短训练

只能初筛，最终候选仍需足够训练并按同一规则比较

◼ 若最好结果落在搜索范围边界，检查是否需要向该方向扩展范围；“当前范围内最

好”不说明范围之外没有更好取值
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配置由验证成绩选择，再做独立评价

假定三配置采用同一数据划分、模型及相同处理样本预算，表中数据损失均按同一评价模式计算，数值

为教学构造：

配置 训练损失 验证损失

A 0.12 0.48

B 0.20 0.42

C 0.10 0.46

◼ 若规则为最低验证损失，应选B；它不是训练损失最低的C。结论只适用于这些候选

和给定记录

◼ 保存配置、模型状态、预算和指标；状态应包含预测所需的参数及BN运行统计。反

复从大量候选中选择，也可能使选出的方案过多适合验证集，最终测试保留为独立评

价
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本讲总结

面对训练结果，先明确问题和调整依据，再选择处理思路并检验结果。

观察现象 候选原因 区分检查 采取干预 再验证

结果进入下一轮观察；单次检查不保证唯一定位

◼ 观察使用相同方式计算的损失、实际更新、数据量对照及错误分布，单个现象不唯一

确定原因

◼ 检查实现、优化、数据与模式，再有依据地调整：L2在目标中惩罚权重，衰减在更新

中缩放权重，Dropout改变激活组合，早停按验证选时刻

◼ 搜索限定范围、尺度和预算，用验证集选择配置／时刻，恢复所选模型状态；测试只

作独立评价

◼ 干预后受控再验证并记录结果；训练损失下降或局部检查通过，都不能单独证明泛化
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