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学习目标

◼ 解释隐藏层、参数与非线性激活的不同作用

◼ 根据给定参数，跟踪输入、隐藏表示、输出与损失

◼ 区分网络结构、预测规则与训练损失

◼ 解释二分类、多分类输出与标签的对应

◼ 初步区分网络表达能力、实际训练与泛化表现



1 从线性模型到非线性表示

线性限制、隐藏特征与非线性响应
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线性得分与决策边界

◼ 线性模型加权输入并加偏置，形成得分

• 𝑠 = 𝒘⊤𝒙 + 𝑏，𝒘 为权重向量，𝑏 为标量偏置

• 含偏置的得分计算称为仿射变换

◼ 得分之后作阈值判定

• 本页按 𝑠 ≥ 0 预测类别 1，否则预测 0

◼ 边界满足 𝒘⊤𝒙 + 𝑏 = 0

• 权重非零时，二维边界是直线；高维为超平面

• 右图采用 𝑠 = 𝑥1 + 𝑥2 − 1；直线两侧分别预测 0 与 1

𝑥1

𝑥2

𝑠

输入特征 加权求和

偏置 𝑏

𝑤1

𝑤2
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单个阈值的分类限制

◼ 一维分类任务：−1 < 𝑥 < 1 为正类，两

侧及端点为负类

◼ 仿射得分 𝑠 = 𝑤𝑥 + 𝑏 配合固定阈值

• 𝑤 ≠ 0 时，正类只能位于一个阈值的一侧

• 𝑤 = 0 时，只能给所有输入相同预测

◼ 中间正、两侧负需要两次类别切换

• 单个仿射得分的阈值分类无法满足这一关系
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仿射变换复合的表达限制

◼ 在输入与单个输出之间加入隐藏层，其单元

接收输入并将计算结果交给输出层

• 单隐藏层网络有两个带参数层，输入层不计入

◼ 先看各层只有加权求和与偏置的情况

• 𝒉 = 𝑾1𝒙 + 𝒃1，𝑜 = 𝑾2𝒉 + 𝑏2

• 单输出得分 𝑜 与偏置 𝑏2 为标量

◼ 代入隐藏表示，合并计算

• 𝑜 = 𝑾2(𝑾1𝒙 + 𝒃1) + 𝑏2

• 𝑜 = (𝑾2𝑾1)𝒙 + (𝑾2𝒃1 + 𝑏2)

◼ 合并后仍是输入的仿射得分，配合单个阈值

仍不能完成中间正、两侧负的分类

◼ 非线性激活使隐藏表示有可能超出这一限制

𝑥1

𝑥2

ℎ1

ℎ2

𝑜

输入层 隐藏层 输出层

仅仿射

输入→隐藏：𝑾1, 𝒃1

隐藏→输出：𝑾2, 𝑏2
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隐藏表示的形成与使用

◼ 隐藏表示是同一样本的一组新特征

• 原始特征 𝒙 经网络计算得到 𝒉，各分量由隐藏单元产生

• 这些特征由输入计算得到，不是额外采集的数据；通常没有直接给定

的分量标签

◼ 输出层组合这些新特征，形成得分

• 多个隐藏单元产生不同的非线性响应，输出层将它们加权组合

• 组合后的得分可以在中间为正、两侧非正，回应前面的区间分类任务

• 隐藏层参数决定特征生成规则，训练可以调整这些规则

◼ 从加权和到隐藏表示

• 预激活量 𝒂 = 𝑾1𝒙 + 𝒃1，是加入偏置后的加权和

• 激活函数 𝜙 逐元素作用：ℎ𝑗 = 𝜙(𝑎𝑗)，即 𝒉 = 𝜙(𝒂)

• 𝑜 = 𝑾2𝒉 + 𝑏2；本页单输出，𝑜, 𝑏2 为标量

𝑥1

𝑥2

ℎ1

ℎ2

𝑜

输入层 隐藏层 输出层

非线性激活 𝜙

输入→隐藏：𝑾1, 𝒃1

隐藏→输出：𝑾2, 𝑏2
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Sigmoid 的函数形式与逐元素作用

◼ sigmoid 函数为 𝜎(𝑡) = 1/(1 + e−𝑡)

• 实数输入，输出在 0 1 内；𝜎(0) = 0.5

◼ 单调递增的 S 形曲线，整体非线性

• 两端分别趋近 0 与 1

◼ 隐藏层对各分量分别计算 sigmoid

• 𝒂 = (−0.5,1.5)⊤ 时，𝒉 ≈ (0.3775,0.8176)⊤

◼ 隐藏输出不自动表示类别概率
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ReLU 的逐元素作用

◼ 修正线性单元（ReLU）

• 定义：𝜙(𝑡) = max(0, 𝑡)

• 负输入变为 0，非负输入保持原值

◼ 逐元素作用于预激活向量

• 𝒂 = (−0.5,1.5)⊤，𝒉 = (0,1.5)⊤

◼ 函数分段线性，整体为非线性

◼ 不同隐藏单元可响应不同输入区域
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ReLU 隐藏响应的组合

◼ 本例由1个输入、3个隐藏单元和1个输出

组成

• 三个单元在不同位置开始响应；𝒉 =

(ℎ1, ℎ2, ℎ3)
⊤ 是同一输入 𝑥 的新特征表示

◼ 输出层组合这些响应，形成中间高、两

侧为零的形状

• 按 𝑓(𝑥) > 0 判为正类，恰好得到 −1 < 𝑥 < 1；

端点归负类

◼ 图中构造的数学描述

• ℎ1 = max(0, 𝑥 + 1)，ℎ2 = max(0, 𝑥)，ℎ3 =

max(0, 𝑥 − 1)

• 𝑓(𝑥) = ℎ1 − 2ℎ2 + ℎ3，输出权重为 1, −2,1 ，

偏置为 0



11

◼ 函数形式与所在位置共同决定职责

补充查阅：常见激活函数

函数 定义 输出范围 当前用途

ReLU max(0, 𝑡) 非负实数 本讲隐藏计算

sigmoid 1/(1 + e−𝑡) 0 1 二分类输出或隐藏激活

tanh e𝑡 − e−𝑡)/(e𝑡 + e−𝑡 −1,1 隐藏激活比较



2 单隐藏层网络的前向计算

独立实例的前向计算与矩阵维度。
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从输入到得分的前向计算

◼ 前向计算沿输入、隐藏层、输出层依次求值；本页

算到得分

• 独立计算例：输入 𝒙 = (1,2)⊤；参数人工给定，尚未训练

• 𝑾1 = [
1 1
1 −1

]，𝒃1 = (0,0)⊤

• 𝑾2 = [1 −1]，𝑏2 = 0

◼ 每个隐藏单元计算加权和，再作 ReLU

• 𝑎1 = 1 + 2 = 3，𝑎2 = 1 − 2 = −1

• 𝒉 = ReLU(𝒂) = (3,0)⊤

◼ 输出组合隐藏分量

• 𝑜 = 1×3 − 1×0 = 3

◼ 标签尚未参与计算；得分在后面转换为预测与损失

𝑥1

𝑥2

ℎ1

ℎ2

𝑜

输入层 隐藏层 输出层

ReLU

输入→隐藏：𝑾1, 𝒃1

隐藏→输出：𝑾2, 𝑏2

= 1

= 2

= 3

= 0

= 3
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前向计算的矩阵表示与维度

◼ 单样本列向量：𝒙 ∈ ℝ𝑑，隐藏宽度 𝑚 为

隐藏单元数

• 本例为全连接：每个接收单元对上一层全部分量

加权求和

◼ 隐藏层：𝒂 = 𝑾1𝒙 + 𝒃1，𝒉 = 𝜙(𝒂)

• 𝑾1 ∈ ℝ
𝑚×𝑑，𝒃1, 𝒂, 𝒉 ∈ ℝ

𝑚

◼ 输出宽度 𝑘 为得分个数：𝒐 = 𝑾2𝒉 + 𝒃2

• 𝑾2 ∈ ℝ
𝑘×𝑚，𝒃2, 𝒐 ∈ ℝ

𝑘

◼ 前例 𝑑 = 2,𝑚 = 2, 𝑘 = 1；单输出写作

𝑜, 𝑏2

• 按带参数层计数为两层，输入不计层

第1行 1 1 𝑎1 = 3 ℎ1 = 3

第2行 1,−1 𝑎2 = −1 ℎ2 = 0

前例 𝑾1：行对应隐藏单元

两列依次对应 𝑥1 = 1, 𝑥2 = 2

加权和＋偏置 ReLU

(𝑚×𝑑)(𝑑×1) → 𝑚×1



3 预测与学习目标

从得分到损失，再到参数学习
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二分类的得分、概率与预测

◼ 同一样本先得到得分，再形成概率与预测

• sigmoid：𝑝 = P𝜃(𝑦 = 1 ∣ 𝒙) = 1/(1 + e−𝑜)

• 正类概率为 𝑝，负类概率为 1 − 𝑝

◼ 按 𝑝 ≥ 0.5 预测 1，否则预测 0

• 等价于按 𝑜 ≥ 0 判为 1

◼ 预测不使用真实标签；评价预测才需要标签

• 概率 𝑝 与真实标签 𝑦 共同进入损失计算

得分 𝑜 = 3

正类概率 𝑝 ≈ 0.9526

预测 ො𝑦 = 1

真实标签 𝑦

样本损失 ℓ

sigmoid

阈值 0.5

预测路径：不需要真实标签

评价路径：需要真实标签
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二分类交叉熵

◼ 预测标签相同，损失仍可能不同

• 核心前向例给定 𝑦 = 1：𝑝 ≈ 0.9526，预测 1，损失约

为 0.0486

• 若正类概率为 0.9，仍预测 1，损失约为 0.1054

◼ 交叉熵损失评价真实类别获得的概率 𝑝𝑦

• 𝑦 = 1 时 𝑝𝑦 = 𝑝；𝑦 = 0 时 𝑝𝑦 = 1 − 𝑝

• 图中 ℓ = −ln𝑝𝑦：真实类别概率越低，损失越大

◼ 二分类标签 𝑦 ∈ {0,1}，交叉熵定义为

• ℓ = −𝑦ln𝑝 − (1 − 𝑦)ln(1 − 𝑝)，ln 为自然对数

• 𝑦 = 1 时取 −ln𝑝；𝑦 = 0 时取 −ln(1 − 𝑝)

ℓ = −ln𝑝𝑦

损失 ℓ

0

1

2

3

4

5

0 0.5 1

真实类别概率 𝑝𝑦

0.1 → 2.3026

0.5 → 0.6931

0.9 → 0.1054
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平均损失与参数学习目标

◼ 固定训练集，用同一组参数 𝜃 评价各样本

• 𝜃 = (𝑾1, 𝒃1,𝑾2, 𝒃2)

◼ 各样本的模型输出与真实标签共同决定损失

• 对 𝑁 个损失取平均：𝐿(𝜃) =
1

𝑁
σ𝑖=1
𝑁 ℓ𝑖 (𝜃)

◼ 学习根据数据寻找使平均损失较小的参数

• 隐藏参数改变表示，输出参数改变表示的使用方式

• 前向求值与损失评价当前参数；更新方法在下一讲

展开

𝑝1(𝜃), 𝑦1 ℓ1(𝜃)

𝑝2(𝜃), 𝑦2 ℓ2(𝜃)

𝑝𝑁(𝜃), 𝑦𝑁 ℓ𝑁(𝜃)

平均损失 𝐿(𝜃)

所有样本共用当前参数 𝜃

二分类示意：下标为样本编号

⋯

求和后除以样本数 𝑁
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单标签多分类：softmax 与预测

◼ 𝐾 个类别互斥，每个输入有一个真实类别

◼ 输出层为每类给出一个实数得分 𝑜𝑗，softmax 将整组得分转换为类别概率

• 𝑝𝑗 = e𝑜𝑗/σ𝑟=1
𝐾 e𝑜𝑟，各概率为正且总和为 1

◼ 预测采用概率最大的类别： ො𝑦 = argmax𝑗𝑝𝑗

• 概率与得分的大小顺序相同，最大得分类别也相同

◼ 标签可用类别索引表示，也可用 one-hot 向量表示

• one-hot 向量在真实类别位置为 1，其余位置为 0
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多分类交叉熵与计算示例

◼ 独立的三类输出例；输出层宽度为 3

• 𝒐 = (2,1,0)⊤，𝒑 ≈ (0.6652,0.2447,0.0900)⊤

◼ 预测取最大概率，固定为类别 1

• 最大得分类别也相同；右图只改变真实标签

◼ 损失取真实类别对应的概率

• ℓ = −ln𝑝𝑦；真实类别为 1 时约为 0.4076，为 3 时约

为 2.4076

• one-hot 标签为 𝒕 时，ℓ = −෍
𝑗
𝑡𝑗 ln𝑝𝑗

◼ 归一化数值核对

• 指数值为 7.3891 2.7183 1 ，分母约为 11.1074

同一分布：分别比较两种标签

橙框为真实类；预测均为类别1

若 𝑦 = 1，ℓ ≈ 0.4076

0.6652

类别1

0.2447

类别2

0.0900

类别3

若 𝑦 = 3，ℓ ≈ 2.4076

0.6652

类别1

0.2447

类别2

0.0900

类别3
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迁移验证：二维 XOR 的表示问题

◼ 选讲验证；可整段跳至“表达能力、训练过

程与泛化表现”

◼ 前面已用隐藏响应解决一维区间分类；现在

检验它能否解决二维任务

◼ 异或（XOR）：两个 0/1 输入不同则标签为
1，相同则为 0

◼ 若单一直线能分开四点，其得分需满足

• 正类：𝑤1 + 𝑏 ≥ 0、𝑤2 + 𝑏 ≥ 0

• 负类：𝑏 < 0、𝑤1 + 𝑤2 + 𝑏 < 0

• 前两式相加与后两式相加，对同一量给出相反要求
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XOR 的隐藏特征构造与验证

◼ 分类要求：输入和决定 XOR 标签

• 𝑡 = 𝑥1 + 𝑥2 ∈ {0,1,2}

• 𝑡 = 1 为正类；𝑡 ∈ {0,2} 为负类

◼ 人工构造：两个 ReLU 单元响应不同阈值

• ℎ1 = max(0, 𝑡 − 0.5)

• ℎ2 = max(0, 𝑡 − 1.5)

• 输出：𝑜 = 4ℎ1 − 12ℎ2 − 1.5

• 核对：𝑡 = 0,1,2 对应 𝑜 = −1.5,0.5, −1.5；按 𝑜 ≥ 0 判为 1，得到标签 0、1、0

◼ 第一单元使中间状态得分变正，第二单元抵消末端的响应

• 下一页用相同 A、B、C、D 观察隐藏空间中的分离
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隐藏表示中的 XOR 分类关系

◼ B、C 映射为同一隐藏表示 0.5,0 ⊤，仍同属正类

◼ 边界 4ℎ1 − 12ℎ2 − 1.5 = 0 将 B、C 与 A、D 分开
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表达能力、训练过程与泛化表现

◼ 表达：是否存在能够实现任务关系的参数

• 三角形响应展示一种可表达函数；选讲 XOR 也是人工构造验证

◼ 训练：能否根据数据找到合适的参数

• 前向求值使用人工参数，尚未执行参数更新

◼ 泛化：学得模型在目标分布的未见样本上表现如何

• 需要相应的数据与评价，当前计算例没有这类证据

◼ 隐藏参数改变表示，输出参数改变表示的使用方式

• 宽度和深度可改变表达范围，训练与泛化仍需分别评价
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本讲总结

◼ 非线性隐藏表示使网络能够表达超出仿射复合的关系

◼ 单隐藏层网络由隐藏变换与输出变换组成

• 输入 → 预激活 → 隐藏表示 → 输出得分 → 任务输出

◼ 预测规则从输出得到类别，损失结合真实标签评价输出

◼ 参数同时影响隐藏表示和输出，平均损失规定学习目标

◼ 给定参数的前向结果与训练、泛化结果分别判断
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  𝒂 =  𝑾 1 𝒙 +  𝒃 1


  𝜙


   h j = 𝜙 (  a j )


  𝒉 = 𝜙 ( 𝒂 )


  o =  𝑾 2 𝒉 +  b 2


  o ,  b 2


   x 1


   x 2


   h 1


   h 2


  o


  𝜙


   𝑾 1 ,  𝒃 1


   𝑾 2 ,  b 2


  𝜎 ( t ) = 1 / ( 1 +  e  − t )


   ( 0 , 1 )


  𝜎 ( 0 ) = 0 . 5


  𝒂 = ( − 0 . 5 , 1 . 5  ) ⊤


  𝒉 ≈ ( 0 . 3775 , 0 . 8176  ) ⊤


  𝜙 ( t ) = max ( 0 , t )


  𝒂 = ( − 0 . 5 , 1 . 5  ) ⊤


  𝒉 = ( 0 , 1 . 5  ) ⊤


  𝒉 = (  h 1 ,  h 2 ,  h 3  ) ⊤


  x


  f ( x ) > 0


  − 1 < x < 1


   h 1 = max ( 0 , x + 1 )


   h 2 = max ( 0 , x )


   h 3 = max ( 0 , x − 1 )


  f ( x ) =  h 1 − 2  h 2 +  h 3


   ( 1 , − 2 , 1 )


  max ( 0 , t )


  1 / ( 1 +  e  − t )


   ( 0 , 1 )


   (  e t −  e  − t ) / (  e t +  e  − t )


   ( − 1 , 1 )


  𝒙 = ( 1 , 2  ) ⊤


   𝑾 1 = [    1  1   1  − 1 ]


   𝒃 1 = ( 0 , 0  ) ⊤


   𝑾 2 = [    1  − 1 ]


   b 2 = 0


   a 1 = 1 + 2 = 3


   a 2 = 1 − 2 = − 1


  𝒉 = ReLU ( 𝒂 ) = ( 3 , 0  ) ⊤


  o = 1 × 3 − 1 × 0 = 3


   x 1


   x 2


   h 1


   h 2


  o


   𝑾 1 ,  𝒃 1


   𝑾 2 ,  b 2


  = 1


  = 2


  = 3


  = 0


  = 3


  𝒙 ∈  ℝ d


  m


  𝒂 =  𝑾 1 𝒙 +  𝒃 1


  𝒉 = 𝜙 ( 𝒂 )


   𝑾 1 ∈  ℝ  m × d


   𝒃 1 , 𝒂 , 𝒉 ∈  ℝ m


  k


  𝒐 =  𝑾 2 𝒉 +  𝒃 2


   𝑾 2 ∈  ℝ  k × m


   𝒃 2 , 𝒐 ∈  ℝ k


  d = 2 , m = 2 , k = 1


  o ,  b 2


   ( 1 , 1 )


   a 1 = 3


   h 1 = 3


   ( 1 , − 1 )


   a 2 = − 1


   h 2 = 0


   𝑾 1


   x 1 = 1 ,    x 2 = 2


  ( m × d ) ( d × 1 )   →   m × 1


  p =  P 𝜃 ( y = 1 ∣ 𝒙 ) = 1 / ( 1 +  e  − o )


  p


  1 − p


  p ≥ 0 . 5


  o ≥ 0


  p


  y


  o = 3


  p ≈ 0 . 9526


   y ^ = 1


  y


  ℓ


  0 . 5


  y = 1


  p ≈ 0 . 9526


   p y


  y = 1


   p y = p


  y = 0


   p y = 1 − p


  ℓ = − ln  p y


  y ∈ { 0 , 1 }


  ℓ = − y ln p − ( 1 − y ) ln ( 1 − p )


  ln


  y = 1


  − ln p


  y = 0


  − ln ( 1 − p )


  ℓ = − ln  p y


  ℓ


   p y


  𝜃


  𝜃 = (  𝑾 1 ,  𝒃 1 ,  𝑾 2 ,  𝒃 2 )


  N


  L ( 𝜃 ) =  1 N   ∑  i = 1 N   ℓ i ( 𝜃 )


   p 1 ( 𝜃 ) ,  y 1


   ℓ 1 ( 𝜃 )


   p 2 ( 𝜃 ) ,  y 2


   ℓ 2 ( 𝜃 )


   p N ( 𝜃 ) ,  y N


   ℓ N ( 𝜃 )


  L ( 𝜃 )


  𝜃


  ⋯


  N


  K


   o j


   p j =  e   o j /   ∑  r = 1 K   e   o r


   y ^ =  argmax j  p j


  𝒐 = ( 2 , 1 , 0  ) ⊤


  𝒑 ≈ ( 0 . 6652 , 0 . 2447 , 0 . 0900  ) ⊤


  ℓ = − ln  p y


  𝒕


  ℓ = −   ∑ j   t j ln  p j


   (  7 . 3891 ,  2 . 7183 , 1 )


  y = 1


  ℓ ≈ 0 . 4076


  y = 3


  ℓ ≈ 2 . 4076


   w 1 + b ≥ 0


   w 2 + b ≥ 0


  b < 0


   w 1 +  w 2 + b < 0


  t =  x 1 +  x 2 ∈ { 0 , 1 , 2 }


  t = 1


  t ∈ { 0 , 2 }


   h 1 = max ( 0 , t − 0 . 5 )


   h 2 = max ( 0 , t − 1 . 5 )


  o = 4  h 1 − 12  h 2 − 1 . 5


  t = 0 , 1 , 2


  o = − 1 . 5 , 0 . 5 , − 1 . 5


  o ≥ 0


     ( 0 . 5 , 0 ) ⊤


  4  h 1 − 12  h 2 − 1 . 5 = 0

